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Kivonat

A transzformerek új megközelítést kínálnak a nagyméretű, különböző modalitásokban és
omikai területeken elterjedt orvosbiológiai adatok egységesítésére. A multimodális ada-
tokhoz egy új moduláris architektúrát javaslunk, amely robusztus mechanizmust kínál
a hiányzó információk kezelésére. A modellt genetikai, demográfiai, laboratóriumi, diag-
nosztikai és gyógyszerfelírási adatok felhasználásával értékeljük a depresszióval kapcsolatos
multimorbiditásra és polifarmáciára összpontosítva. Megvizsgáljuk a harmonizált és modu-
láris reprezentációkat, különös tekintettel a betegek klaszterezésére. Továbbá kiértékeljük
a megtanult reprezentációk felhasználását jövőbeni megbetegségek és gyógyszerfogyasztás
előrejelzésére, összehasonlítva hagyományos gépi tanulási módszerekkel.
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Abstract

Transformers offer a new approach to consolidating biomedical data spread across large
sizes, various modalities, and omics domains. We propose a new modular architecture for
multimodal data, providing a robust mechanism to handle missing information. We eval-
uate the model using genetic, demographic, laboratory, diagnostic, and drug prescription
data, focusing on depression-related multimorbidity and polypharmacy. We examine the
harmonized and modular representations, with a special emphasis on clustering patients.
Furthermore, we assess the utilization of the learned representations for predicting future
illnesses and drug consumption, comparing it to traditional machine learning methods.
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1. Bevezetés

Az élettudományokban alapvető fontosságú az információk integrációja, különösen a kü-
lönböző tárgyterületeket lefedő adatbázisokban, melyek célja a multimorbiditások mögött
rejlő közös molekuláris tényezők feltérképezése. Az elektronikus betegnyilvántartások és a
biobankok egyre növekvő elérhetősége példátlan mennyiségű heterogén adatot biztosít a
látens betegreprezentációk tanulásához, a betegek sztratifikálásához és a betegségek altí-
pusainak meghatározásához. Ugyanakkor az idősori adatok, mint például a rendszertelenül
mintavételezett gyógyszerfelírási (’recept’) adatok integrációja, valamint a szisztematiku-
san hiányzó modalitásokkal rendelkező multimodális adatfúzió még nyitott kérdés.
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1.1. ábra. Az adatok, módszerek és architektúra áttekintése. (A) Tanítás: A
modell modularitása nem csak architekturális szempontból, hanem a tanítási
szakaszban is megnyilvánul. A különböző modalitások enkóderjeit a modalitá-
son szűrt adatkészleteken tanítjuk elő. Ezután az előtanított enkódereket hasz-
náljuk az egységes modell betegségszekvenciákon tanítására. (B) Beágyazás:
Két új réteget vezetünk be a dátum és a táblázatos adat beágyazásának meg-
könnyítésére. (C) Architektúra: A RoBERTa dekódert új, Egységes Kereszt-
Figyelmi Rétegekkel egészítjük ki, amely a modalitások input szekvenciáját fi-
gyelem alapú fúzióval ötvözi. (D) Finomhangolás: Az integrált multimodális
egységes reprezentáció hatékonyságának értékelésére adataink 10%-át használ-
juk fel, hogy összehasonlítsuk a modell teljesítményét a hagyományos gépi ta-
nulási technikákkal szemben.
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A transzformer architektúrák hatékony jelölteknek bizonyultak a multimodális adat-
fúzió és az idősori adatelemzés területén [Xu et al., 2023, Nerella et al., 2023, Wen et al.,
2022, Chen, 2020]. A transzformer modell család az elmúlt években forradalmasította
a reprezentáció tanulást, különösen mély tanulási környezetekben. Az architektúra ha-
tékonysága és sokoldalúsága miatt számos feladatban sikerrel alkalmazták, nem csak a
természetes nyelvfeldolgozásban, hanem az élettudományok területén is.

1.1. Biológiai adattárak
A biobankokban tárolt adatok mennyisége az elmúlt években rohamosan nőtt, amint az
élettudományok és az orvostudomány egyre inkább felismerték a nagy mennyiségű adatok
jelentőségét (lásd például UK Biobank [Bycroft et al., 2018]). Ezek az adattárak azonban
igen heterogének és hiányosak, ami bár rugalmasságot ad az adatok gyűjtésében, egyben
kihívások elé is állítja a kutatókat az adatok egységes elemzése szempontjából. A bioban-
kokban tárolt adatok sokfélesége az adatok közötti összefüggések sokrétűségét követik és
jelzik azoknak a módszereknek a fontosságát, amelyek képesek kezelni ezt a strukturálatlan
és heterogén adatbázist. A multimodális, összekapcsolt információk általában különböző
forrásból származnak és különböző formátumokban állnak rendelkezésre. Ezek a különbö-
ző modalitások - például genomikai adatok, proteomikai profilok, klinikai mérések vagy
képalkotó adatok - hatalmas potenciált hordoznak magukban az integratív elemzés szem-
pontjából [Acosta et al., 2022, Steyaert et al., 2023]. A megfelelő módszerek kiválasztása
és alkalmazása, melyek képesek összekapcsolni és interpretálni ezeket az összetett adatré-
tegeket, alapvető jelentőségű a biobankokban tárolt információ teljes mértékű kiaknázása
érdekében.

1.2. Kapcsolódó kutatások
A nagyméretű biobankokban elérhető betegségek együttelőfordulási mintázatainak, mul-
timorbiditásának az elemzése lehetővé tette a résztvevők újfajta csoportosítását (’sztrati-
fikáciját’) és a betegek klasztereinek közös molekuláris hátterének azonosítását a betegek
reprezentációinak látens terében [Jensen et al., 2014, Prasad et al., 2022]. A UK Biobank
(UKB) metabolomikai adatain alapuló látens reprezentációk kapcsán is sikerült megmu-
tatni, hogy növelik a teljesítményt betegségek bekövetkezésére vonatkozó prediktív fel-
adatokban [Buergel et al., 2022]. A nem-longitudinális adatokon kívül a gyógyszerfelírási
idősori adatok további jelentős erőforrást képeznek, de alkalmazásukat gyakran akadá-
lyozza a heterogén kódolás, a korlátozott elérhetőség és a longitudinális jellege [Wu et al.,
2019, Schwarz et al., 2022, Kiiskinen et al., 2023, Stroganov et al., 2022, Darke et al.,
2022].

A transzformerek gyorsan elterjedtek a multimodális és idősori biomedikai adatok
körében [Nerella et al., 2023]. A BEHRT modell 301 állapotot tudott előre jelezni a jövő-
beli orvoslátogatásokhoz 1, 6 millió ember elektronikus egészségügyi adataira alapozva [Li
et al., 2020]. Meng et al. [2021] a BERT modellt javasolja Multimodális EHR esetében
(Bidirectional Representation Learning model with a Transformer architecture on Multi-
modal, BRLTM), amelyet a súlyos depresszió (Major Depressive Disorder, MDD) előrejel-
zésére alkalmaz, diagnózisok, kezelések, gyógyszerek, demográfiai információk és klinikai
jegyzetek együttes kezelésével. A Med-BERT modell az ICD − 9 és ICD − 10 kódokkal
strukturált bemenetek, a transzfer tanulás és a finomhangolás előnyeit 100 − 50000 ter-
jedő mintaszámok esetében mutatta be [Rasmy et al., 2021]. A Hi-BEHRT modell egy
hierarchikus kiterjesztést tartalmaz a hosszú beteg trajektóriák kezelésére és a transzfer
tanulási hatások növelésére [Li et al., 2022]. Yin et al. [2023] strukturált multimodális
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tanulást javasolt a beteg-sztratifikáció elősegítésére. Az ExBEHRT modell tovább bővíti a
felhasznált adatok halmazát laboratóriumi tesztekkel, integrál idősori mellékinformációkat
is, és bemutatja a modell reprezentációk alkalmazhatóságát a betegség altípusainak és a
kockázati csoportok azonosítására [Rupp et al., 2023]. A Hybrid Value-Aware Transformer
(HVAT) modell lehetővé teszi a nem-longitudinális és kvantitatív longitudinális adatok
közös tanulását [Shao et al., 2023]. Placido et al. [2023] összehasonlította a mély tanulási
módszerek teljesítményét 6 millió beteggel a Dán Nemzeti Betegnyilvántartásból (Danish
National Patient Registry, DNPR) a hasnyálmirigyrák kockázatának előrejelzésére beteg-
ség trajektóriákból, melyben a transzformerek a legjobb AUROC értékeket érték el. Zhou
et al. [2023] kibővítette a multimodális tanulás hatókörét klinikai képekhez, szövegekhez,
kvantitatív laboratóriumi tesztekhez és strukturált információkhoz.

A transzformerek idősori előrejelzésekben való alkalmazhatósága azonban több kér-
dést is felvet, lásd például [Zeng et al., 2023], illetve az MDD előrejelzése kapcsán [Zou
et al., 2023]. A kiértékelések szabványosítása miatt megjelentek szabványos EHR refe-
rencia adathalmazok is, mint például a MIMIC adatbázis [Johnson et al., 2023]; illetve
a leggyakrabban használt egészségügyi adathalmazon a UK Biobank-on is megjelentek
már nagy nyelvi modellek (LLM) kiértékelései, lásd például [Belyaeva et al., 2023]. Végül
az Attention-based cRoss-MOdal fUsion with contRast (ARMOUR) architektúrát említe-
nénk, amely a rendszeresen hiányzó modalitások kezelésére lett tervezve [Liu et al., 2023]
és több ami hasonlóságot mutat a javasolt modellünkkel.

1.3. Kutatás célja
A kutatás fő célkitűzése egy új architektúra kifejlesztése és bemutatása, amely képes haté-
konyan kezelni a multimodális adatok sajátosságait és kihívásait. Ahogy az adattudomány
és az élettudományok területe egyre inkább elmozdul a komplex és heterogén adatforrások
felé, szükségessé válik olyan új eszközök és módszertanok kialakítása, amelyek képesek
integrálni és értelmezni ezeket az információkat. Az általunk javasolt architektúra a mul-
timodális adatokban rejlő potenciált és azt célozza, hogy a különböző adatformátumokat
és -forrásokat egy egységes és koherens modellbe és koherens, de az értelmezhetőséget
támogató modalitásonként dekomponált reprezentációba integrálja.

Ehhez több új módszert vezetünk be:

• Moduláris, hierarchikus architektúra: A modell több különböző részből épül fel.
A modulok szemantikailag értelmezhetőek, és egymástól függetlenül vannak tanítva.
A modulok együttes tanításához egy új figyelem alapú fúziós réteget vezetünk be.

• Vegyes Táblázatos Beágyazás: Az új beagyazási (Embedding) réteg lehetővé te-
szi, hogy a transzformerek keverve használjanak tokenizált és folytonos bemeneteket.

Ezen kívül, a javasolt modellt az UKB adathalmazon fogjuk előtanítani (pre-train),
ami lehetővé teszi számunkra, hogy a kialakított architektúrát egy specifikus és jól definiált
adatkészleten értékeljük.

• A reprezentáció struktúrájának vizsgálata: Célunk a kialakított reprezentáci-
ós modell mélyebb megértésének segítése és struktúrájának elemzése, hogy jobban
feltárhatak legyenek az adatokban rejlő összefüggéseket.

• Prediktív teljesítmény: A reprezentációt különböző, akár több éves időtávú beteg-
ség és gyógyszerfelírás előrejelzésére fogjuk használni, majd az eredményeket össze-
hasonlítjuk a hagyományos gépi tanulási módszerekkel. Ezen összehasonlítás révén
célunk annak felmérése, hogy milyen mértékben nyújt többletet az új architektúra
a jelenleg alkalmazott módszerekhez képest.
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2. Elméleti háttér

A mély tanulás területén végzett kutatások az elmúlt évtizedben rohamos fejlődést mu-
tattak [Si et al., 2021, Xie et al., 2022]. Az új modellek és architektúrák megjelenésével a
gépi tanulás alkalmazási területei is kibővültek. Ebben a fejezetben az elméleti alapokat
vizsgáljuk meg, amelyek a legújabb fejlesztések alapjául szolgálnak, különös tekintettel a
transzformer architektúrára és annak alapvető komponenseire.

Áttekintést nyújtunk a figyelmi mechanizmusokról és a tokenizáló algoritmusokról,
amelyek nélkülözhetetlenek a transzformer modellek hatékony működéséhez. Végül, de
nem utolsósorban, beszélünk az előtanítás jelentőségéről és annak szerepéről a mély tanu-
lási modellek teljesítményének javításában.

2.1. Transzformer architektúra

A transzformer (transformer) architektúra az "Attention is All You Need" [Vaswani et al.,
2017] című cikkben került bemutatásra, és azóta az egyik legnépszerűbb és legjobban
teljesítő architektúra az összetett természetes nyelvi szekvenciális feladatok, például a
gépi fordítás, szöveg elemzés és szöveg generálás területén.

2.1. ábra. Az eredeti transzformer architektúra az "Attention is All You Need" cikkből.
A kép a Vaswani et al. [2017] cikkből származik.
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A transzformer architektúra két fő részből áll: egy enkóderből és egy dekóderből. Az
enkóder és a dekóder különböző rétegekből állnak, amelyek speciálisan tervezett összete-
vők, például a többfejű figyelmi-mechanizmusok és a pozíció-specifikus előrecsatolt (feed-
forward) hálózatok révén képesek a szekvencia-adatok kezelésére és feldolgozására.

Az enkóder rétegei közül mindegyik tartalmaz egy többfejű figyelmi-mechanizmust,
amely a skálázott skaláris szorzaton alapul. Ezen mechanizmus lehetővé teszi a modell
számára, hogy a bemeneti szekvencia különböző részeire összpontosítson, és megtanulja
a különböző részek közötti összefüggéseket. A figyelmi-mechanizmus után egy pozíció-
specifikus előrecsatolt hálózat következik, amely további feldolgozást végez a bemeneti
adatokon, és segít azoknak a jellemzőknek a kinyerésében, amelyek segítenek a későbbi
dekódolási folyamatban.

A dekóder, hasonlóan az enkóderhez, több rétegből áll, de egy további többfejű
figyelmi-réteggel is rendelkezik. Ez a réteg kifejezetten az enkóder kimeneti jellemzőire
összpontosít, és segít fúzionálni az enkóder és a dekóder reprezentációit a szekvencia kü-
lönböző részei közötti kapcsolatok jobb megértése érdekében. A dekóder rétegei az enkód-
erben lévő rétegekhez hasonlóan tartalmaznak egy pozíció-specifikus előrecsatolt hálózatot
is, amely segít a kimeneti szekvencia generálásában és finomításában.

2.1.1. Figyelmi-mechanizmusok

A figyelmi-mechanizmus (attention) lényegében súlyokat rendel az adatok bemeneti
sorozatának minden eleméhez. Ezek a súlyok azt határozzák meg, hogy a modell mely
részeire "koncentrál" a leginkább egy adott kimeneti lépés során.

A figyelmi-mechanizmus skálázott skaláris szorzat formájában kerül definiálásra:

Attention(Q, K, V ) = softmax
(

QKT

√
dk

)
V

ahol:

• Q a lekérdezés mátrixa (query)

• K a kulcs mátrixa (key)

• V az érték mátrixa (value)

• dk a kulcs dimenziója

Ezen egyenlet alábbi része adja a figyelmi-mátrixot:

a(Q, K) = softmax
(

QKT

√
dk

)

A multi-head attention további figyelmi-fejek kombinációjaként jelenik meg:

MultiHead(Q, K, V ) = Concat(head1, . . . , headh)WO

ahol minden egyes figyelmi-fej a következő:

headi = Attention(QWQi, KWKi, V WV i)
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2.1.2. Pozíciós kódolás

A transzformer modellek egyik központi eleme pozíciós információk hozzáadása a beme-
nethez. Az eredeti Transformer architektúrában szinuszos pozíciós kódolásokat használtak,
amelyeket a modell bemenetéhez adtak hozzá, biztosítva ezzel, hogy a modell képes legyen
a sorrendi információk észlelésére. Azonban a pozíciós beágyazások egy új megközelítést
kínálnak, amely eltér a szinuszos kódolástól.

A pozíciós beágyazások nagyon hasonlóak a szóbeágyazásokhoz, de itt sorrendi infor-
mációt ágyazzuk be. Minden egyes pozíció egy tanulható vektorhoz van rendelve, így a
modell idővel képes finomítani ezen beágyazásokat a tanulási folyamat során.

Ezenkívül, míg a pozíciós kódolásokat a bemeneti szekvenciához adják hozzá, a pozí-
ciós beágyazások közvetlenül a többfejű figyelmi-rétegeken belül is elhelyezhetők. Ez azt
jelenti, hogy ezeket a beágyazásokat a modell több rétegén keresztül is elérhetjük, nem csak
az elején. Ez különösen fontos a képfeldolgozási feladatoknál, ahol a strukturált adatok
sorrendje kritikus jelentőségű.

2.2. ábra. A különböző pozíciós beágyazások pozíció szerinti koszinusz hasonlóságának
vizualizációja. Az ábrán a világosabb területek nagyobb hasonlóságot jelölnek.
A kép a Wang and Chen [2020] cikkből származik.

2.1.3. Tokenizáló algoritmusok

A mély tanulási modellek, különösen a transzformerek esetében, a bemeneti szekvenciák
előfeldolgozása kritikus fontosságú. A transzformerek, melyeket gyakran használnak össze-
tett szekvenciális feladatokhoz, speciális követelményeket támasztanak a bemeneti adatok
formátumával és szerkezetével szemben. A tokenizálás az egyik kulcslépés, melynek során
a szekvenciák kisebb, kezelhető egységekre, ún. tokenekre bontódnak. A tokenek egységes
hosszúságú vektorokká konvertálódnak, amelyeket a modell könnyedén képes feldolgozni.

2.2. Előtanítás

Az előtanítás (Pre-training) mint fogalom az elmúlt években vált kulcsfontosságúvá a mély
tanulás terén. Az előtanítás alapvetően egy mély neurális háló előzetes tanítását jelenti
egy általános, nagy mennyiségű adathalmazon, mielőtt azt specifikus, sokszor kevesebb
adattal rendelkező feladatokon finomítanánk. Ez a módszertan segít a modelleknek abban,
hogy kialakítsanak és rögzítsenek bizonyos általános jellemzőket és struktúrákat, amelyek
később hasznosak lehetnek a célirányos feladatokban.
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Az előtanítási folyamatban részt vevő mély tanulásos modellek, különösen a transz-
formerek, millió, sőt milliárd paraméterrel rendelkezhetnek. Ezen paraméterek előzetes
beállítása segít a modelleknek abban, hogy hatékonyabban tanuljanak kisebb adathalma-
zokon és javítsák teljesítményüket. Az előtanítás során a modellek általában nem felügyelt
módon tanulnak, például önellenőrző feladatokon keresztül, ahol a cél a bemeneti adatok
hiányzó részeinek előrejelzése.

Az előtanítás előnyei, hogy a modellek, amelyek előzetesen nagy adathalmazokon let-
tek tanítva, gyakran jobb teljesítményt mutatnak kisebb adathalmazokon történő finom-
hangolás során. Az előtanítás által létrehozott általános jellemzők és tudás átültethető
specifikus feladatokba, növelve ezzel az effektivitást és pontosságot, amelynek speciális
területei a transzfer tanulás és a kis mintaszámos (Few-shot) tanulás.

Transzfer tanulás az előtanításban: A transzfer tanulás lényege, hogy a korábban ta-
nult ismereteket átvigyünk és alkalmazzuk új feladatokon. Az előtanított modellek képesek
általános tudást felhalmozni, amelyet később specifikusabb feladatokhoz használnak.

Kis mintaszámos tanulás: A korlátozott mennyiségű címkézett adatokkal rendelkező
feladatokban az előtanított modellek különösen hasznosak. Ebben a kontextusban a mo-
dell az előzetes tudására támaszkodik és csak néhány példányon keresztül finomít, hogy
megfeleljen az adott feladatnak.
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3. A javasolt multimodális fúziós transz-
former modell

Az általunk javasolt modell a heterogén orvosbiológiai tárgyterületek és adatmodalitások
integrálására összpontosít, amelyet a továbbiakban egységesen modalitásként hivatkozunk.
Kiemelten foglalkozunk egy új, általunk kifejlesztett beágyazással, a "Mixed Tabular Em-
bedding" (vegyes táblázatos beágyazás), amely innovatív módon kombinálja a különböző
adattípusokat.Az architektúra a genomikai, gyógyszerfelírási, személyes fiziológiai és élet-
vitellel kapcsolatos, valamint a metabolomikai adatok összefüggéseinek mélyebb megérté-
sét célozza meg.

3.1. ábra. A javasolt multimodális architektúra sémája. A rendszer négy különálló en-
kódert használ: Genetics (genetikai leírók), NMR (NMR metabolomikai profi-
lok), Prescription (gyógyszeres kezelések és Personal (alapvető fiziológiai egyé-
ni leírók). Kezdeti adatbeágyazásokat RoBERTa, Vegyes Táblázatos és Időbeli
technikákkal végezzük. Ezeket a kódolt modalitásokat egyedi kereszt-figyelmi
mechanizmusokon keresztül feldolgozzák, ami lehetővé teszi a modalitások kö-
zötti figyelmet, mielőtt egy figyelem-alapú fúziós mechanizmussal aggregáljuk.
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Megvizsgáljuk a különböző adattípusok közötti inter-modális kapcsolatok azonosítá-
sának és integrálásának specifikus módszereit, valamint a kereszt-figyelmi mechanizmuso-
kat, amelyek lehetővé teszik az adatok hatékony kombinálását és megmagyarázhatóságát.
Összefoglalva, a kutatás során kifejlesztettünk egy új figyelmen alapuló fúziós módszert,
melynek segítségével sikerült az egyes adatsorozatokból származó információkat egységes
reprezentációvá aggregálni. Ezen kívül a dolgozatban részletesen ismertetjük a tokenizáci-
ós folyamatokat, amelyeket a különböző adatmodalitások konzisztens reprezentációjának
biztosítására alkalmaztunk.

3.1. Tokenizálási módszertan
A tokenizálási folyamatunkat több adatmodalitáson keresztül alkalmaztuk annak érdeké-
ben, hogy konzisztens reprezentációt biztosítsunk. A betegségeket és a gyógyszerfelírásokat
specifikus kódolási rendszerek segítségével ábrázoltuk. A betegségeket a 3 karakter hosszú
ICD10 kódokkal reprezentáltuk, amely 1, 127 különböző tokent eredményezett. A gyógy-
szerfelírás esetében 4 karakter hosszú ATC szint 3 kódokat használtunk, amely 176 tokent
eredményezett. A genomikai adatok, amelyek egy nukleotidos polimorfizmusok (SNP-k),
úgy lettek kódolva, hogy csak a minor és a major allélt jelenítsék meg a szekvenciában,
elhagyva a többi jellemzőt. Ez a módszer SNP-énként 2 tokent eredményezett, összesen
1, 400 tokennel.

A metabolomikai és környezeti adatokat lebegőpontos tokeneket tartalmazó szekven-
ciákra tokenizáltuk, amelyek alkalmasak voltak a vegyes táblázatos beágyazási rétegek
számára. A lebegőpontos tokenek nem tudják jelezni a mértékegységüket, ezért egy to-
vábbi tokent vezettünk be minden folytonos mértéket megelőzően annak típusának meg-
határozására. Összességében a modalitás kategorikus méréseinek tokenjeivel, a betegségi
tokenekkel és a gyógyszerfelírás tokenekkel 3, 155 tokent tartalmaz a szótár.

Az időbeli komponens kezelésére az események dátumát évekre, hónapokra és napokra
osztottuk, és ezeket külön tokenizáltuk. Míg a hónapokat és napokat lehetett csak sorszá-
muk szerint tokenezni, az évek tokenjei csak 1934-től 2020-ig terjedő tartományt fedtek
le, ezért ott más évekhez tartalmazó tokent nem használtunk. Mindegyik kategóriában
szerepel egy speciális "nincs dátum" token a különleges tokenek jelzésére.

3.2. Beágyazási technikák

A beágyazási technikák (embedding) képesek magas dimenziós adatokat sűrített, alacsony
dimenziós térben ábrázolni. Ezek a beágyazások kiváló eszközök az információ tömörítésé-
re és a komplex adatstruktúrák közötti összefüggések feltárására, lehetővé téve a modellek
számára, hogy mélyebb "intuíciót" és "megértést" nyerjenek az adatokból. Ebben a fejezet-
ben megvizsgáljuk, hogyan alkalmazhatók ezek a technikák az orvosi adatok kontextusá-
ban, és bemutatjuk, hogyan segíthetnek a betegség lefolyásának és kezelési stratégiáinak
jobb megértésében.

3.2.1. Időbeli beágyazások

Az orvosi adatok terén a longitudinális tanulmányok egyedülálló kihívásokat és lehető-
ségeket jelentenek a beteg egészségi állapotának időbeli jellegzetességei miatt. A beteg
egészségi mutatóinak folyamatos monitorozása releváns mintázatokat fedhet fel a betegség
lefolyásában, a terápiás válaszban és a külső események által vezérelt hatásokban. Ebben
a fejezetben bemutatjuk, hogyan építjük be az alapvető időbeli információkat modellünk
beágyazási rétegeibe, lehetővé téve a komplex időbeli jellemzők észlelését.
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Időbeli beágyazások. Egy architekturális komponens, amely az időbeli információt foly-
tonos vektoros reprezentációkká alakítja át. Ebben a modulban egy hagyományos, szótár-
alapú beágyazási megközelítést alkalmazunk, amely az időbeli egységeket beágyazásokká
transzformálja.

• Év beágyazások. Az orvosi adatokon belüli longitudinális mintázatok és trajektó-
riák reprezentálásáért felelnek. Tekintettel a több év alatt kialakuló vagy átalakuló
állapotok és betegségek fontosságára, ezek a beágyazások nélkülözhetetlenek prog-
nosztikai feladatokhoz, például betegség trajektóriáinak előrejelzéséhez vagy hosszú
távú kezelési hatások megfejtéséhez.

• Hónap és nap beágyazások. Ezek lehetővé teszik a modell számára a rövid távú
időbeli változások, mint például a ciklikus orvosi jelenségek vagy szezonális állapotok
érzékelését. Biztosítják, hogy a modell érzékeny maradjon mind a nagy, mind a kis
időbeli változásokra.

Az összetett időbeli reprezentációt az egyes időbeli egységek (év, hónap, nap) beágya-
zásainak összegzésével állítjuk elő. Ez az összegző mechanizmus garantálja, hogy minden
egyes időbeli granularitás hozzájáruljon saját, egyedi időbeli jellegzetességével az összetett
időbeli beágyazáshoz.

3.2.2. Vegyes Táblázatos Beágyazások

Ez a megközelítés beágyazások létrehozását célozza meg a token bemenetek, numerikus
értékek, token kategóriák, pozíciós és látogatási adatok kombinálásával. Az adatok toke-
nizált része egy beágyazási réteget használ, míg a folytonos adatok egy lineáris réteget
használnak a transzformációhoz. Maszkoló tenzort alkalmazunk a különböző típusok meg-
különböztetésére.

1. Szó beágyazások:
Tekintettel a token ID-k bemeneti tenzorára, I, és egy maszkoló tenzorra M a foly-
tonos mérésekhez:

Te = Ew((I⊙ ∼ M)int)

Ahol Ew a szó beágyazások mátrixát jelenti, és Te az eredményül kapott token
beágyazások. ⊙ az elemenkénti szorzást jelenti, és ∼ M az M logikai negációját.

2. Mérés beágyazások:
A bemeneti tenzor I folytonos mérései beágyazásokká alakulnak:

Me = Em(I ⊙ M)

Ahol Em a lineáris réteg, amely a folytonos méréseket azonos dimenziójú beágyazá-
sokká alakítja, és Me az eredményül kapott mérési beágyazások.
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3. Token és mérés beágyazások kombinálása:
A token és mérési forrásokból származó végső beágyazások a következőképpen nyer-
hetők el:

Ie = (∼ M ⊙ Te) + (M ⊙ Me)

Az egyes tokenek teljes beágyazása annak megfelelő token vagy mérési beágyazá-
sának, pozíciós beágyazásának, token típus beágyazásának és látogatási típus be-
ágyazásának összege, a token típus- TTe és a látogatások beágyazása Ve az alapvető
architektúrákhoz hasonlóan beágyazási rétegekkel érhetők el:

E = Ie + Pe + TTe + Ve

Ezt követően normalizálási és dropout műveleteket alkalmaz E-n a regulációhoz.

A Vegyes Táblázatos Beágyazások rugalmas keretet kínálnak a táblázatos adathalma-
zokban gyakran előforduló heterogén adattípusok beágyazására. Figyelembe véve a toke-
neket, folytonos méréseket, pozíciós információt, token típusokat és látogatási típusokat,
ez a modul széles körű információt rögzít beágyazásaiban.

3.3. A javasolt architektúra
A modell a transzformer architektúrának egy olyan továbbfejlesztett változata, amely min-
den egyes modalitáshoz különálló enkóder egységet rendel, az adott modalitás specifikus
beágyazásának megfelelően. Az általunk kijelölt primer modalitás, melynek predikciós fel-
adatait vizsgáljuk, Specifikált Kereszt-Figyelmi Modulok segítségével integrálja az összes
többi modalitásból származó információt.

Paraméter
Enkóder rétegek száma 2
Rejtett rétegek száma 4
Rejtett réteg mérete 312
Előrecsatolt réteg mérete 1200
Tanítható paraméterek száma 13,177,787
Paraméterek száma 69,007,835

3.1. táblázat. Az általunk készített modell konfigurációja a TinyBERT[Jiao et al., 2020]
architektúráját követi.

Az általunk javasolt architektúra négy modalitás enkódert tartalmaz, amelyek gyógy-
szerfelírás, NMR, személyes és genetikai adatok feldolgozására szolgálnak. Az adatbe-
ágyazások RoBERTa, vegyes táblázatos és időbeli technikákkal készülnek, lehetővé téve
a bonyolult információk pontos ábrázolását. Ezeket a kódolt adatokat kereszt-figyelemi
mechanizmusokkal dolgozzák fel az enkóderek, elősegítve az intermodális információcsere
dinamikáját. A központi figyelem alapú fúzió koordinálja és egyesíti ezeket a modalitásokat
egy koherens reprezentációvá, optimálisan támogatva a diagnosztizált betegségszekvenciák
elemzését. Az adatokról részletes leírást a 4. fejezet tartalmaz. A modell konfigurációját a
3.1. táblázat mutatja.
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3.4. Az Egyesített Kereszt-Figyelmi Dekóder
Az eltérő orvosi adatmodalitásoknak, esetünkben a beteg általános állapotleírói kontextu-
sának, a gyógyszerfelírási profilnak, a genomi profiloknak és a laboratóriumi eredmények-
nek az együttes kezelése egy kifinomult integrációs mechanizmust igényel. Az általunk
javasolt Egyesített Kereszt-Figyelmi Dekóder (Unified Cross-Attention Decoder, UCAD)
olyan szerkezetet kínál, amely kifejezetten erre a problémára lett szabva, és hatékonyan,
illetve pontosan integrál több adatmodalitást.

• Specializált Kereszt-Figyelmi Egységek. Az architektúra több specializált
kereszt-figyelmi mechanizmust tartalmaz, mindegyiket egy adott adatmodalitás szá-
mára használják. Ezek az egységek az inter-modális korrelációk felismerésére és össze-
hangolására szolgálnak.

• Figyelmen Alapuló Fúzió. Ez a módszer figyelmi súlyokat használ a modalitások
különböző fontosságának felismeréséhez, dinamikusan integrálva azokat a kontextus-
beli relevancia alapján.

Figyelmen Alapuló Fúzió. Egy adott bemeneti tenzor X esetén, amelynek alakja
[num_sequences, batch_size, seq_len, hidden_dim], és egy figyelmi súlyvektor w di-
menzióval [hidden_dim, 1]:

1. Figyelmi Pontszámok. A pontszámokat az X és a súlyvektor w szorzásával szá-
molják:

s = X · w

amely egy s tenzort eredményez átalakítva [num_sequences, batch_size, seq_len]
formára.

2. Figyelmi Valószínűségek. A valószínűségek p a softmax művelet alkalmazásával
nyerhetők ki a num_sequences dimenzió felett:

p = softmax(s)

3. Súlyozott Összeg. A végső reprezentáció O a bemeneti sorozatok súlyozott összeg-
zése azok figyelmi valószínűségei alapján:

O =
num_sequences∑

i=1
pi ⊙ Xi

ahol ⊙ az elemenkénti szorzást jelöli, összegzve a num_sequences dimenzió mentén.

Lényegében a Figyelmen Alapuló Fúzió (Attention-Based Fusion, ABF) módszer sú-
lyokat rendel minden X-ben lévő sorozathoz annak tartalma és a figyelmi súlyvektor alap-
ján. Ezek a súlyok lehetővé teszik a sorozatok egy egységes reprezentációba történő összeg-
zését, megtartva a sorozatok összességéből származó kiemelkedő jelentőségű információkat.

3.5. A tanítás folyamata
Minden enkódert előtanítottunk a saját szűrt adathalmazukon, 10 epochon keresztül, 2
NVIDIA V100 GPU használatával. Egy epoch hozzávetőleg 1 óra GPU időt vett igénybe
minden egyes enkóder számára. Ezután felhasználtuk az összes adatot és 10 epochon taní-
tottuk a fúziós modellt. A ráépülő (downstream) feladatokat a fúziós modellen további 10
epochon keresztül tanítottuk, ahol minden epoch hozzávetőlegesen 20 percet vett igénybe
a megfelelő ráépülő feladathoz tartozó adathalmazon.
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4. A felhasznált adatbázis

Az elemzés során a UK Biobank (UKB) adatait vettük alapul [Bycroft et al., 2018]. Az
UKB adatai egyedülálló részletességű betekintést nyújtanak a résztvevők egészségügyi
állapotába, amelyet különféle szempontok szerint lehet elemezni (lásd 4.1).

Adattípus Változók száma Minták száma

Életmódbeli 178 502 504
Betegségek (ICD-10) 1127 502 504
Genetikai (SNPs) 700 488 377
Laboratóriumi (NMR) 249 121 724
Gyógyszerfelírások (ATC) 176 158 154

4.1. táblázat. Az általunk használt UKB adatok tulajdonságai.

4.1. Életmódbeli tényezők
Az életmódbeli tényezők, amelyeket az UKB "személyes" kategóriában azonosított, fon-
tosak az egyének egészségi állapotának és a betegségek kockázatának mélyreható megér-
téséhez. Az ilyen tényezők magukban foglalják az egyének alapvető leíró jellemzőit, mint
például a táplálkozási szokásokat, a fizikai aktivitást, az alkohol- és dohányzásra vonat-
kozó információkat, a munkahelyi és környezeti expozíciót, valamint más, a mindennapi
életben meghozott döntéseket. Az életmódbeli tényezők kritikus információt szolgáltatnak
arra vonatkozóan, hogy milyen körülmények között élnek az emberek, és milyen kockázati
tényezőkkel járnak együtt. Az életmódbeli adatok elemzése lehetővé teszi az egészséges és
kockázatos életmódbeli mintázatok azonosítását, és segíti az intervenciók és megelőző stra-
tégiák hatékony tervezését az egészség javítása és a betegségek kockázatának csökkentése
érdekében.

4.2. Betegség kategóriák
A betegség kategóriák értékelése elengedhetetlen az egészségügyi tendenciák és kockáza-
tok megértéséhez. Az 1127 három karakteres ICD − 10 betegség kategóriát használtuk
az UKB adataiból, amelyek részletes információt nyújtanak a betegségek eloszlásáról és
gyakoriságáról. Az ICD − 10 kódok standardizáltak és nemzetközileg elfogadottak, így
lehetővé teszik az adatok összehasonlítását más nemzetközi adatbázisokkal is. Ezek az
adatok segítenek azonosítani azokat a betegségeket és állapotokat, amelyek a legnagyobb
terhet jelentik az egészségügyi rendszer számára, és lehetővé teszik az intervenciók és a
megelőző stratégiák célzott kialakítását.

4.3. Genetikai adatok
A genetikai információk kulcsszerepet játszanak a betegségek kialakulásának megértésé-
ben és az egyének kockázatának azonosításában. A DisGeNET platform [Piñero et al.,
2020] felhasználásával beazonosítottuk azokat a géneket a melyek közvetlen kapcsolatban
állnak az MDD-vel, majd meghatároztuk az ezekhez tartozó 700 SNP-t (Single Nucleotide
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Polymorphism). Az SNP-k egyetlen nukleotidot érintő gyakori genetikai változatok, ame-
lyek befolyásolhatják az egyén betegségre való hajlamát, így elemzésük lehetőséget kínál
a genetikai faktorok és az MDD közötti kapcsolat jobb megértésére. A genetikai ada-
tok alapján kifejlesztett modellek előre jelezhetik a betegség kockázatát és elősegíthetik a
megelőzés és a korai beavatkozás stratégiáinak kialakítását.

4.4. Laboratóriumi mérések
A laboratóriumi mérések, különösen a metabolomikai adatok, híd szerepet töltenek be az
alapvető biológia és a klinikai gyakorlat között. Az UKB adatai között az NMR (Nuclear
Magnetic Resonance) technikával mért metabolikus markereket használtuk, amelyek kri-
tikus információval szolgálnak az egyén metabolikus állapotáról. A metabolomika átfogó
képet nyújt az egyén biokémiai állapotáról, és segíthet a betegség korai stádiumának azo-
nosításában, még a klinikai tünetek megjelenése előtt. Ezen adatok elemzése lehetőséget
nyújt a metabolikus utak és a betegségek közötti összefüggések azonosítására, és elősegíti
az új diagnosztikai és terápiás célkitűzések felfedezését.

4.5. Gyógyszerfelírások
A gyógyszeres kezelésekre vonatkozó információk fontosak az egészségügyi trendek és az or-
vosi ellátás minőségének értékeléséhez. Az UKB-ból származó adatok közel 165, 000 részt-
vevő elsődleges ellátási adatait tartalmazzák. Ezek az adatok a SystmOne gyakorlati ke-
zelési rendszerből származnak, mely a Biobank egyik legmegbízhatóbb adatszolgáltatója.
Az elérhető gyógyszerfelírási adatok az 1990 és 2016 közötti időszakot ölelik fel, amelyek
jelentős információt nyújtanak a gyógyszerek használatának trendjeiről ebből az időszak-
ból. Az adatok kódolása a British National Formulary (BNF) rendszer szerint történt, de
elemzéseink során az Anatómiai Terápiás Kémiai Osztályozási Rendszerre (ATC) történő
konverziót alkalmaztunk, amelyet az SE-BME együttműködésben dolgoztak ki, lehetővé
téve számunkra a gyógyszerek szisztematikus csoportosítását és elemzését.

4.6. Hiányzó adatok kezelése
A transzformer architektúra adat-reprezentációjának köszönhetően képesek implicit mó-
don kezelni az egyes modalitások részleges hiányzását. Amikor egy adott modalitásból
az összes adat hiányzik, a hierarchikus-moduláris architektúra lehetővé teszi az adott en-
kóder kimenetének egyszerű mellőzését, biztosítva ezzel a rendszer rugalmasságát és az
információ torzításának minimalizálását.
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5. Eredmények

A vizsgálatunk elsődleges célja a javasolt architektúra tesztelése és valós adaton történő
kiértékelése volt. Az alkalmazási terület az MDD potenciális altípusainak ("sztratifikáció-
jának") feltárása volt, különös tekintettel a párhuzamosan jelen lévő krónikus betegségek
(multimorbiditás) és a egyszerre szedett gyógyszerek (polifarmácia) számára. A multi-
morbiditási pontszám (MM) és a polifarmácia pontszám (PP) a betegség és a gyógyszer
terheket méri. Ennek megfelelően ábrázoltuk a következő jellemzőket a transzformátor
modellekből tanult reprezentációkban: (1) az elsőként előforduló betegség osztályok, (2) a
leggyakoribb betegség osztályok, (3) a multimorbiditás és (4) a polifarmácia pontszámok.

A nagy nyelvi modellek területén a modellek előzetes általános, feladatfüggetlen, nem
felügyelt előtanítása nagy mennyiségű általános adatokkal lehetővé tesz egy azt követő
célzott alkalmazást. Az előtanított modellt, annak részletét, részbeni funkcionalitását fel-
használva, amely egy új lehetőséget jelent az adatok teljes értékű hasznosításában. Ebben
a szakaszban bemutatjuk azokat az eredményeket, melyeket egy Maszkolt Nyelvi Modell
(MLM) módszerrel elő-tanított modellünkkel értünk el egy ráépülő (downstream) predik-
ciós feladatban betegségeket előrejelezve. Ezen kívül szisztematikusan elemeztük a látens
tér modalitások szerinti alstruktúráját, különös tekintettel azon információkra, amelyek
a különböző betegségek gyógyszeres kezelésére vagy genetikai markerek közötti kapcsola-
tokra utalnak. A látens tér kvalitatív elemzését UMAP dimenziócsökkentési technikával
végeztük el [McInnes et al., 2018]. Ez az elemzés lehetővé teszi a látens térben felfedezett
összefüggések és mintázatok ábrázolását, így áttekintést és mélyebb megértést biztosít az
általunk kifejlesztett modell működésével és hatékonyságával kapcsolatban.

5.1. Vizualizáció a moduláris látens reprezentációban

A modellünk előtanítás fázisa a Maszkolt Nyelvi Modellezés (MLM) költségfüggvényét
használja. Ez az önfelügyelt tanítási stratégia magában foglalja az input tokenek egy ré-
szének elrejtését és a modell számára a kontextusuk alapján történő előrejelzésüket. Ezen
folyamat során a modell olyan beágyazásokat tanul meg létrehozni látens terében, ame-
lyek gazdagok kontextuális információban és szemantikai társításokban, így ideális alapot
szolgáltatnak ráépülő feladatokban.

A modellünk többenkóderes architektúrája egyedülálló abban a tekintetben, hogy
nem egyetlen látens térrel rendelkezik, hanem egymással összekapcsolt látens terek összes-
ségével, amelyben az egyes autonóm látens terek rendre az egyes modalitásokhoz és tárgy-
területekhez tartoznak. Ez az összefüggő struktúra lehetővé teszi az információk szabad
áramlását a reprezentációk között, erősítve azok szemantikai gazdagságát. A dolgozatbeli
alkalmazásban ezek a látens alterek a genetikai leírók (Genetics), az NMR metabolomikai
profilok (NMR), a gyógyszeres kezelések (Prescription) és az alapvető fiziológiai egyé-
ni leírók (Personal) enkóderjeihez tartalmaznak; a kombinált teret a Joint megnevezés
jelöli.

A longitudinális gyógyszerfelírási adatokat és az alapvető egyéni információkat fi-
gyelembe véve, amelyeket a többenkóderes architektúra kombinál, a modellünk képes a
longitudinális multimorbiditás és polifarmácia előrejelzésére, így a klinikai döntéstámo-
gatásban is felhasználható. A modellünkkel kapott beágyazások jól használhatók olyan
klinikai eszközök létrehozásához, amelyek segítenek az orvosoknak a betegség progresszió-
jának előrejelzésében, a kezelési stratégiák optimalizálásában és a betegséggel kapcsolatos
következmények minimalizálásában.
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A betegségek megjelenése a fuzionált látens reprezentációban

A krónikus betegségek megjelenése jelentősen befolyásolja az egyének életminőségét és
hosszú távú egészségi kilátásait. Az UKB résztvevők közötti elemzés során az egyik leg-
fontosabb információ, hogy mely krónikus betegségek vannak jelen egy adott személynél,
hiszen ezek a betegségek határozzák meg az egészségben eltöltött életévek számát (kró-
nikus megbetegedések nélkül). A következőkben bemutatjuk, hogy mely betegségek és
betegségcsoportok jelennek meg leggyakrabban az elsőként kialakuló krónikus megbetege-
dések között az UKB résztvevői körében.

5.1. ábra. A látens tér ábrázolása a leggyakoribb betegségcsoport (ICD blokkok) szerint.
A térben jól kivehetők a domináns "szigetek", melyek a leggyakoribb betegség-
csoportokat képviselik, valamint a kisebb szigetek és elszigetelt pontok, ame-
lyek a ritkábban előforduló betegségeket jelzik.

Betegségek eloszlása. A látens térben megfigyelhető, hogy néhány nagyobb "sziget" do-
minál, melyek körül a legtöbb adatpont csoportosul a népegészségügyben nagy jelentőségű
gyakori betegségcsoportokkal. Emellett számos kisebb "sziget" és elszigetelt pont is megta-
lálható, amelyek ritkább betegségeket vagy kevésbé gyakori állapotjellemzőket képviselnek.

Átfedő régiók. Néhány betegség, mint például Diabetes melitus jól tükrözi az orvosi
szakirodalomban jól ismert komorbiditási és multimorbiditási mintázatokat, nevezetesen
a metabolikus megbetegedések, illetve a szív- és érrendszeri megbetegedések közeli
szomszédságát. Hasonlóan a "Nyelőcső, gyomor és nyombél betegségei" és az "Egyéb
bélbetegségek" átfedésben vannak a látens térben. Ez azt sugallja, hogy a betegek
diagnosztizált állapotai között megosztott vagy hasonló alapvető jellemzők vannak, vagy
jelezheti a társbetegségeket.
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Kategóriák közötti elkülönülés. Bizonyos betegségcsoportok között egyértelmű az
elkülönülés. Például a "Bőr- és nyálkahártya léziókkal jellemezhető vírusfertőzések" és a
"Diabetes Mellitus" különböznek a többitől. Ez arra utalhat, hogy ezeknek az állapotoknak
az alapvető jellemzői jelentősen különböznek egymástól.

Ritka területek. Vannak területek a látens térben, ahol kevés vagy nincs adatpont. Ezek
a régiók egészséges alpopulációkat, ritkább betegségeket, vagy outlier mintákat jelenthet-
nek, amelyek nagyban különböznek az adathalmaz többi elemétől.

Összehasonlító elemzés az enkóderek látens reprezentációiról
a diagnosztizált betegségek száma alapján

A multimorbiditás, azaz több krónikus betegség egyidejű jelenléte az egyénben, növekvő
tendenciát mutat, különösen az idősebb korosztályok esetében. Az egyszerre több betegség
megjelenése bonyolíthatja a terápiás stratégiákat, ami fokozza az nemkívánatos gyógyszer-
válaszok, terápiás ellentmondások és a terápiás adherencia csökkenésének kockázatát [Ko-
né Pefoyo et al., 2015, Guthrie et al., 2015, Langenberg et al., 2023]. Ezen összefüggésben
kiemelt jelentőséggel bír olyan számítási modellek kialakítása, amelyek adekvátan képesek
leképezni a multimorbiditás komplex jellegét és feltárni közös molekuláris háttereit Ros-
enthal et al. [2023].

5.2. ábra. UMAP vizualizációk a négy látens reprezentációról (’Joint’, ’Prescription’,
’NMR’ és ’Personal’). A szín intenzitása a betegek diagnosztizált betegségei-
nek számát jelzi.
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Joint Enkóder. A ’Joint’ vizualizáción egyértelműen három fő csoport látható. A
nagyobb szigeteken erős gradiens jelenik meg, ami jól mutatja a multimorbiditás szerinti
csoportusulást a látens térben. A kisebb de fő "szigetekhez" közeli csoportokon belül is
erős gradiens jelenik meg a multimorbiditás szerint. Az elszigetelt "külső" régiókat pedig
a betegséggel nem rendelkező egyének alkotják.

Prescription Enkóder. A ’Prescription’ vizualizáció bár kevésbé ragadja meg a
multimorbiditást, itt is jól kivehető a gradiens. A kisebb elkülönülő "szigetek" is jól
megragadják a betegségek számát tehát a gyógyszerfelírások látens tere korrelál a
betegségek számával.

NMR Enkóder. A ’NMR’ ábrázolása látszólag a multimorbiditást független, tehát
laboratóriumi eredmények alapján a modell nem fedett fel összefüggést a multimorbi-
ditással, amely jelezheti, hogy az NMR adatok UKB-beli keresztmetszeti vizsgálatból
származó jellege erősen behatárolja a longitudinális jellegű betegség és gyógyszerfelírási
informácikkal való összevetését.

Personal Enkóder. A ’Personal’ ábrázolás jól tükrözi a multimorbiditást. Ez arra
utalhat, hogy a kontextusos jellemzők információt tartalmaznak a gyógyszerek számáról
és más szélesebb körű tényezőkkel, mint például környezeti és életvitelbeli jellemzőkkel is
kapcsolatban lehetnek.

Összehasonlító elemzés az enkóderek látens reprezentációiról
a felírt gyógyszerek száma alapján

A felírt gyógyszerek mennyisége és sokfélesége sokrétű képet nyújt a résztvevők egész-
ségügyi profiljáról. A gyógyszerek nagyobb száma összetett társbetegségeket vagy
multifaktoriális egészségi állapotot jelenthet, amely több gyógyszeres kezelést igényel.
Ezzel szemben az alacsonyabb szám kevésbé komplex egészségi állapotot vagy krónikus
betegség hatékony kezelését jelezheti minimális gyógyszeres kezeléssel. Ezeknek a repre-
zentációknak a megértése a gyógyszerfelírási mintákkal együtt döntő betekintést nyújt az
egészségügyi állapotok, a kezelési stratégiák és az általános egészségügyi menedzsment
közötti lehetséges kapcsolatokba. A gyógyszerfelírások gyakorisága és változatossága
jelentős szerepet játszik az egyén egészségügyi trajektóriájának feltérképezésében [Ko-
né Pefoyo et al., 2015, Guthrie et al., 2015, Schwarz et al., 2022].

Joint Enkóder. A ’Joint’ vizualizáción egyértelműen két fő csoport látható. Egy erős
gradienssel rendelkező sziget a bal oldalon, míg a tér többi részében ahol azok a résztvevők
helyezkednek el akiknek nagyon kevés (2) gyógyszerfelírása van.

Prescription Enkóder. A ’Prescription’ vizualizáció természetéből adódóan erős
összefüggést mutat, ahol az erősebb színezésű területek (a magasabb gyógyszer számokat
jelzők) jelentős mértékben elkülönülnek az alacsonyabb számú területektől. Itt a kisebb
bal oldali szigeten láthatjuk a legtöbb gyógyszerrel rendelkező résztvevőket.

NMR Enkóder. A ’NMR’ ábrázolása látszólag a gyógyszer számoktól független, tehát
laboratóriumi eredmények alapján a modell nem fedett fel összefüggést a gyógyszerek
számával.
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5.3. ábra. A felírt gyógyszerek száma az integrált és modalitások szerinti látens repre-
zentációkban (’Joint’, ’Prescription’, ’NMR’ és ’Personal’ esetében, a Genetika
nem szerepel). Az összes felírt gyógyszer számát a szín intenzitása jelzi.

Personal Enkóder. A ’Personal’ ábrázolás összefüggést mutat gyógyszer számokkal,
bár az eloszlása szétszórtabb mint a ’Prescription’ enkóderé, de néhány jelen jól látható
csoportosulások vannak. Ez arra utalhat, hogy míg a kontextusos jellemzők kevesebb
információt tartalmaznak a gyógyszerek számáról, de fő kapcsolatokat megragadhatnak.

Összehasonlító elemzés az enkóderek látens reprezentációiról
a különböző felírt gyógyszerek alapján

A betegek által egyidejűleg alkalmazott több gyógyszer, vagyis a polifarmácia, különösen
az idősek vagy a több betegségben szenvedők körében növekvő jelenség [Koné Pefoyo et al.,
2015, Guthrie et al., 2015]. Bár a polifarmácia sok esetben terápiás előnyöket is hordoz,
veszélyekkel is járhat, mint az adverse gyógyszerreakciók és gyógyszerinterakciók. Emiatt
kulcsfontosságú olyan modellek kialakítása, amellyel feltárhatjuk a polifarmácia komplex
jellegét [Schwarz et al., 2022]. Ez a megközelítés új nézőpontot nyújthat a különböző
gyógyszerkombinációk jellegzetességeire. Az enkóderek polifarmáciával kapcsolatos értel-
mezése és ábrázolási módja új információt nyújthat a gyógyszerterápia menedzseléséről,
esetleges terápiás ellentmondásokról és a gyógyszeres kezelés finomításáról.

19



Joint Enkóder. A ’Joint’ vizualizáción egyértelműen két fő csoport látható. Egy erős
gradienssel rendelkező sziget a bal oldalon, míg a tér többi részében ahol azok a résztvevők
helyezkednek el akiknek nagyon kevés (2) gyógyszerfelírása van.

Prescription Enkóder. A ’Prescription’ vizualizáció természetéből adódóan erős
összefüggést mutat, ahol az erősebb színezésű területek (a magasabb egyedi gyógyszer
számokat jelzők) jelentős mértékben elkülönülnek az alacsonyabb számú területektől. Itt
a kisebb bal oldali szigeten láthatjuk a legtöbb egyedi gyógyszerrel rendelkező résztvevőt.

5.4. ábra. A különböző felírt gyógyszerek száma a ’Joint’, ’Prescription’, ’NMR’ és ’Per-
sonal’ látens reprezentációkban UMAP vizualizációval. A szín intenzitása a
különböző felírt gyógyszerek számát tükrözi, tehát egy gyógyszer többszöri
felírása nem befolyásolja.

NMR Enkóder. A ’NMR’ ábrázolása látszólag az egyedi gyógyszer számoktól független,
tehát laboratóriumi eredmények alapján a modell nem fedett fel összefüggést az egyedi
gyógyszerek számával.

Personal Enkóder. A ’Personal’ ábrázolás, összefüggést mutat gyógyszer számokkal,
bár az eloszlása szétszórtabb mint a ’Prescription’ enkóderé, de néhány jelen jól látható
csoportosulások vannak. Ez arra utalhat, hogy míg a kontextusos jellemzők kevesebb
információt tartalmaznak az egyedi gyógyszerek számáról, de szélesebb körű tényezőkkel
kapcsolatban lehetnek.
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Összehasonlító elemzés az enkóderek látens reprezentáció-
iról a hangulatzavarokkal kapcsolatos betegségek jelenléte
alapján

Az UKB résztvevőinek egészségügyi adatainak kiterjedt feltárása során a különböző en-
kóderekből származó látens reprezentációk megértése kiemelkedővé válik, különösen akkor,
ha ezek a reprezentációk hangulatzavarokhoz, például a major depresszív zavarhoz (MDD)
kapcsolódnak. Az MDD, amelyet tartós szomorúság, érdeklődésvesztés, valamint számos
fiziológiai és kognitív zavar jellemez, az egyik legelterjedtebb hangulatzavar világszerte.
Sokrétű jellege megköveteli, hogy minden analitikai eszköz, beleértve az enkóderek is,
nagy pontossággal rögzítse bonyolultságát. Annak értékelése, hogy a különböző enkóderek
hogyan különböztetik meg az MDD-vel kapcsolatos finom és gyakran összefonódó jellem-
zőket, kritikus betekintést nyújthat a rendellenesség mögöttes szerkezetébe és potenciális
biomarkereibe.

5.5. ábra. Hangulatzavarral kapcsolatos betegségek a ’Joint’, ’Prescription’, ’NMR’ és
’Personal’látens reprezentációkban UMAP vizualizációval. A kék színnel színe-
zett betegeknél jelen van hangulatzavar, a naracssárgával színezett betegeknél
nincs.

Joint Enkóder. A ’Joint’ vizualizációján határozott elkülönülést látunk a hangulatzavar
betegségcsoportra vonatkozóan, amely azonban kifejezett tagolódást mutat. A kék régiók
hangulatzavarral rendelkező egyéneket képviselik (igaz), jól láthatóan több különálló
klaszterben csoportosulnak.
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Prescription Enkóder. A ’Prescription’ vizualizáción jól elkülönül a hangulatzavar
jelenléte a gyógyszerbevitel alapján. A kék régiók (igaz) bizonyos területeken csoportosul-
nak, ami arra utal, hogy a rendellenességgel rendelkező egyének gyógyszerfelírási profilja
elkülönül a többi embertől.

NMR Enkóder. A ’NMR’ alapú ábrázolás bizonyos kék (igaz) klasztereket mutat be,
amelyek megfelelhetnek a hangulatzavarra jellemző specifikus laboratóriumi eredmények-
nek. Vannak azonban átfedő területek, amelyek arra utalnak, hogy egyes laboratóriumi
eredmények nem meggyőzőek vagy mindkét csoportban közösek lehetnek.

Personal Enkóder. A ’Personal’ alapú csoportosításban kék (igaz) és narancssárga
(hamis) régiók keveréke található. A nehány jelentősen elkülönülő csoport azt sugallja,
hogy a kontextuális tényezők, mint például az életmód vagy a környezet, szerepet
játszhatnak hangulatzavar jelenlétében.

Összehasonlító elemzés az enkóderek látens reprezentációiról
a cukorbetegség megléte alapján

Az UKB résztvevőinek átfogó elemzésében a különböző enkóderek által előállított látens
reprezentációk kifejezett jelentőséggel bírnak, amikor konkrét egészségügyi állapotokkal,
például cukorbetegséggel összefüggésében értékeljük ki őket. A cukorbetegség, mélyreható
következményekkel jár a különböző fiziológiai rendszerekre, és jelentősen befolyásolja a
beteg általános egészségügyi profilját. A metabolikus szindróma az MDD esetében is
egy fontos komorbiditás, amely az obezitással és cukorbetegséggel, mind az MDD, de a
szív- és érrendszeri megbetegedésekkel is egy nagy jelentőségű multimorbiditási csoportot
alkot [Marx et al., 2017]. Az a mód, ahogyan a enkóderek rögzítik a cukorbetegség jelen-
létével vagy hiányával kapcsolatos árnyalatokat, segíthet megérteni a diabetes mellitus és
más egészségügyi változók közötti kapcsolatokat. A cukorbetegséggel kapcsolatos látens
minták felismerése megnyitja az utat a lehetséges prediktív modellek előtt.

Joint Enkóder. A ’Joint’ vizualizációján határozott elkülönülést látunk a diabetes
mellitusra vonatkozó "igaz" és "hamis" címkék között. A kék régiók, amelyek a diabetes
mellitusban szenvedő egyéneket képviselik (igaz), jól láthatóan csoportosulnak.

Prescription Enkóder. A ’Prescription’ vizualizáción jól elkülönül a diabetes mellitus
állapot megoszlása a gyógyszerbevitel alapján. A kék régiók (igaz) bizonyos területeken
csoportosulnak, ami arra utal, hogy bizonyos gyógyszereket gyakran írnak fel cukorbete-
geknek.

NMR Enkóder. A ’NMR’ alapú ábrázolás bizonyos kék (igaz) klasztereket mutat be,
amelyek megfelelhetnek a cukorbetegekre jellemző specifikus laboratóriumi eredmények-
nek. Vannak azonban átfedő területek, amelyek arra utalnak, hogy egyes laboratóriumi
eredmények nem meggyőzőek vagy mindkét csoportban közösek lehetnek.

Personal Enkóder. A ’Personal’ alapú csoportosításban kék (igaz) és narancssárga
(hamis) régiók keveréke található. A nehány jelentősen elkülönülő csoport azt sugallja,
hogy a kontextuális tényezők, például az életmód vagy a környezet, szerepet játszhat-
nak a betegségben, de nem feltétlenül tesznek egyértelmű különbséget a két csoport között.
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5.6. ábra. A cukorbetegség a ’Joint’, ’Prescription’, ’NMR’ és ’Personal’ látens reprezen-
tációkban UMAP vizualizációval. A színek cukorbetegség meglétét jelzik.

A genetikai enkóder látens tere

A genetikai enkóder látens tere magas fokú rendezettséget mutat a tanító adatban
szereplő SNP-k szerint. Mivel az egyes SNP-k összefüggése a beteg későbbi állapotával
gyenge összefüggést mutat, az általunk használt 700 SNP-s látens tér sem mutat a többi
adatunk szerint struktúrát.

5.7. ábra. A Genetikai enkóder látens tere az ’rs4233335_C’ SNP variánsok (bal), vala-
mint a gyógyszerfelírások száma szerint (jobb).
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5.2. Predikció a látens reprezentáció felhasználásával
A tanult reprezentáció hasznosságát predikciós szempontból is megvizsáltuk, amely a
reprezentációknak a szakértői értelmezéstől eltérő másik felhasználását jelentik. Ennek
során egy finomhangolt (fine-tuned) modellt hasonlítottunk össze hagyományos gépi
tanulási módszerekkel. A finomhangoláshoz, a tanult reprezentációkon tanítunk egy Multi
Layer Perceptron-t (MLP), és az előtanított modell súlyait rögzítettük.

Adatok előkészítése. A kiértékelésre félretett adatokat 1:9 arányban osztottuk fel fi-
nomhangoláshoz és a finomhangolt modellek kiértékeléséhez. A teljesítményt összehason-
lítottuk a nyers adaton futó hagyományos gépi tanulási módszerekkel, hogy megvizságljuk
a megtanult reprezentáció alkalmazhatóságát.

Minden ráéülő feladat a beteg jövőbeli állapotának előrejelzésére irányul az eddigi
adatai alapján. Minden 2009. december 31. előtti adatot, bemeneti adatként használtuk,
és az ezután történ eseményeket használtuk a célváltozók meghatározásához. A szigorú
elválasztás biztosítja, hogy semmilyen előzetes információ nem befolyásolja a prediktált
eseményeket. A teszteléshez két típusú tulajdonság előrejelzését céloztuk meg:

• Regressziós feladatok: specifikus események előfordulásának száma. Különösen
fókuszálva a polifarmáciára, valamint a multimorbiditásra.

• Bináris osztályozás: egy betegségcsoportból származó betegség előfordulása, egy
bizonyos időintervallumon belül.

A regressziós feladatok, a 2010-ben bekövetkezett eseményeket használták.

• Betegségek száma: Ez lehetővé teszi a betegek állapotának és egészségügyi profil-
jának jövőbeli monitorozását.

• Gyógyszerfelírások száma: Ennek segítségével felmérhetjük az egyéni gyógyszer-
terhelést és a gyógyszerellátás komplexitását.

• Különböző típusú gyógyszerfelírások száma: Ezzel a beteg gyógyszeres keze-
lésének sokféleségét és változatosságát tudjuk értékelni.

A bináris osztályozás során a leggyakoribb betegségcsoportokra összpontosítottunk. Az
alacsony előfordulás miatt, itt 5 éves periódust (2010-2015) vizsgáltunk:

• Hangulatzavar (F30-F39 ICD kódok): Ilyenek például a depresszió, a bipoláris
zavar.

• Diabetes Mellitus (E10-E14 ICD kódok): A cukorbetegség fajtái, melyek közül a
leggyakoribbak az 1-es és 2-es típusú cukorbetegség.

• Hipertóniával kapcsolatos betegségek (I10-I15 ICD kódok): Például a termé-
szetesen kialakuló magas vérnyomás, a más betegségekből adódó magas vérnyomás
és a veseproblémák által okozott magas vérnyomás.

Ráépülő feladatok eredményei. A regresszió és a bináris osztályozás esetében a
hagyományos gépi tanulási algoritmusok hiperparamétereit rácskereséssel optimalizáltuk.
A finomhangoláshoz használt hiperparamétereket nem optimalizáltuk, iparági szabványos
paramétereket használtunk. A bináris osztályozás esetén, mivel az osztályok jelentősen
kiegyensúlyozatlanok voltak, az AUPRC (area under precision-recall curve) metrikára
optimalizáltuk a modelleket, amely jól tükrözi a modell stabilitását. A regressziós
feladatok esetében az MSE-re optimalizáltuk.
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Regression Datasets Classification Datasets
Metric Mean Std Dataset Pos Samples Pos Percentage
Disease Burden 0.429 1.05 F30-F39 787 1.62
Unique Drug Burden 0.668 1.79 E10-E14 1237 2.55
Drug Burden 2.44 7.55 I10-I15 4244 8.76

5.1. táblázat. A ráépülő adatok statisztikái: Mindegyik adathalmaz 48452 mintát
tartalmaz.

A regressziós feladatokhoz a tanult reprezentáció effektíven kódolja ezt az információt,
mivel modellünk jelentősen felülmúlja a többi modell teljesítményét. Fontos megjegyezni,
hogy a moduláris megközelítés nélkül a teljesítmény csak enyhén javul. Ez jól látható a
5.2 alapján, ahol a standard RoBERTA modell, csak kis (3% MAPE) javulást ért el.

Model MSE RMSE MAE MAPE
MLP 1.08 1.04 0.624 89.4
rf_reg 1.08 1.04 0.649 95.8
XGB 1.08 1.04 0.646 95.6
RoBERTa Encoder 1.02 0.918 0.603 92.2
Saját Modell 1.01 0.91 0.561 80.7

5.2. táblázat. Betegség-szám predikció: A különböző modellek metrikái a betegség-
szám predikció során. A MAPE metrika alapján a modellek nagy átlagos
eltéréssel prediktálnak (80-90%), de a legjobb teljesítményt a finomhangolt
modell éri el.

Model MSE RMSE MAE MAPE
MLP 52.4 7.24 3.98 105
rf_reg 52.1 7.22 3.85 99
XGB 52 7.21 3.87 100
RoBERTa 46.8 6.33 3.25 94.4
Saját Modell 23.8 4.28 1.8 51.8

5.3. táblázat. Gyógyszerfelírás-szám predikció: A különböző modellek metrikái a
Gyógyszerfelírás-szám predikció során. Az új módszer kimagaslóan ala-
csony hibával rendelkezik az eddigi algoritmusokhoz képest.

Model MSE RMSE MAE MAPE
MLP 3.22 1.8 1.04 96.7
rf_reg 3.2 1.79 1.05 98.5
XGB 3.2 1.79 1.04 98.5
RoBERTa 2.21 1.42 0.811 81.9
Saját Modell 1.15 0.989 0.467 44.6

5.4. táblázat. Egyedi gyógyszerfelírás-szám predikció: Az új módszer kimagaslóan
alacsony hibával rendelkezik az eddigi algoritmusokhoz képest.
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A bináris osztályozási eredmények értékelése nehézkes volt, mivel a metrikák minden
modellnél alacsonyak voltak a probléma bonyolult természete miatt. Figyelemre méltó,
hogy az AUPRC-t használva meghatározó metrikaként, a javasolt modell mind a három
feladatban felülmúlta az eddigi módszereket, és a moduláris architektúra a háromból kettő
feladaton javította a teljesítményt.

Model Accuracy Precision Recall F1 Score AUROC AUPRC
DT 0.963 0.019 0.025 0.022 0.653 0.027
LR 0.910 0.027 0.127 0.044 0.658 0.028
MLP 0.968 0.085 0.101 0.092 0.666 0.044
XGB 0.047 0.016 0.962 0.032 0.655 0.038
RoBERTa 0.798 0.033 0.172 0.054 0.711 0.272
Saját Modell 0.875 0.038 0.136 0.057 0.742 0.269

5.5. táblázat. F30-F39 Hangulatzavar: AUPRC alapján a transzformer alapú model-
lek stabilabbak a kiegyensúlyozatlan adathalmazon, mint a eddigi mód-
szerek. A két modell között AUROC metrikában van jelentős eltérés, ahol
az új modell jobban teljesít.

Model Accuracy Precision Recall F1 Score AUROC AUPRC
DT 0.738 0.071 0.766 0.130 0.798 0.127
LR 0.924 0.140 0.379 0.204 0.801 0.147
MLP 0.502 0.042 0.839 0.079 0.782 0.114
XGB 0.948 0.183 0.298 0.227 0.859 0.162
RoBERTA 0.882 0.090 0.220 0.114 0.729 0.313
Saját Modell 0.916 0.142 0.291 0.176 0.807 0.472

5.6. táblázat. E10-E14 Diabetes Mellitus: AUPRC alapján a transzformer alapú mo-
dellek stabilabbak a kiegyensúlyozatlan adathalmazon, mint a eddigi mód-
szerek. Az új modell kiemelkedően jó AUPRC értékkel rendelkezik.

Model Accuracy Precision Recall F1 Score AUROC AUPRC
DT 0.567 0.131 0.701 0.221 0.667 0.140
LR 0.666 0.137 0.529 0.217 0.657 0.138
MLP 0.408 0.116 0.871 0.205 0.681 0.145
XGB 0.261 0.103 0.960 0.186 0.687 0.152
RoBERTa 0.684 0.145 0.521 0.214 0.652 0.296
Saját Modell 0.747 0.183 0.546 0.260 0.720 0.369

5.7. táblázat. I10-I15 Hipertóniával kapcsolatos betegségek: Az új modell, a
’Recall’-tól eltekintve minden metrikában kiemelkedő. ’Recall’ esetében
az XG-Boost a pontosságát áldozza fel a kimagasló metrikáért.
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5.3. Hiperparaméter optimalizálás
Megvizsgáltuk a tanult reprezentációkat egy prediktív beállításban is, nem longitudinális
és longitudinális (’gyógyszeres’) adatokat használva 2010 előtt a képzésben és a betegség
osztályok és multimorbiditás/polifarmácia pontszámok előrejelzésében az azt követő 1, 3
és 5 évben. A kis prevalencia és így a kiegyensúlyozatlan osztályozási feladat miatt az
általunk preferált értékelési mérték a PRC alatti terület (AUPRC) volt. A regressziós
feladatban a standard MSE metrikát használtuk.

Rendszeresen megvizsgáltunk adatszűréseket az adat homogenitásának növelése érde-
kében, például etnikai hovatartozás és születési év alapján, de az adatveszteség meghaladta
a potenciális előnyét (ezek eredményét nem közöljük).

Az előtanítás fázis előtt az UKB adathalmazt különbontottuk, a pre-traininghez (90%)
és a finomításhoz (10%) elkülönítve az adathalmazokat. A modell későbbi értékelése ko-
rábban nem látott adatokon történt, biztosítva az általános teljesítményének a becslését.

A finomításhoz kijelölt adathalmazból egy részt a finomítási fázisban az utó/rá-
tanításhoz, egy kisebb részletet pedig a modell értékeléséhez különítettünk el. A felosztás
során megőriztük különböző attribútumok reprezentatív eloszlását, így biztosítva a modell
finomított teljesítményének robusztus értékelését.
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6. Konklúzió

Az elektronikus egészségügyi nyilvántartások (EHR) kezelése komplex kihívásokkal jár,
különösen amikor több modalitású adatokról van szó. Kutatásunk során bemutattunk egy
új modellarchitektúrát, amely specifikusan a multimodális EHR adatok kezelésére lett
tervezve.

Megvizsgáltuk a modell által tanult reprezentációkat, és megmutattuk, hogy a résztve-
vő egyének jellemzői alapján jól elkülönülő struktúrákat mutatnak. Ezek a reprezentációk
nem csupán a betegek aktuális állapotát tükrözik, hanem mélyebb betekintést nyújtanak
az egyes orvosbiológiai profilok közötti összefüggésekbe is.

Ahogy a 6.1-es és a 6.2-es ábra mutatja, több különböző feladatban is sikerült jobb
teljesítményt elérnünk ezen reprezentációk felhasználásával, ami megfelel az előtanított
és finomhangolt transzformer modellekkel kapcsolatos eddigi tapasztalatoknak, és alátá-
masztja a modell hatékonyságát és alkalmazhatóságát az egészségügyi területen. A transz-
former képes longitudinális információkat kihasználni, amit a kutatási élvonalba tartozó
UK Biobank adatainak felhasználásával mutattunk be. Fontos megjegyezni, hogy ezek az
eredmények nemcsak az új architektúra erényeit mutatják be, hanem az alapvető fontos-
ságúnak ítélt multimodális adatok felhasználására is egy új megközelítést mutat be az
egészségügyi kutatások terén a kapcsolt látens terek révén.

Disease Burden Drug Burden Unique Drug Burden
Model MSE MAPE MSE MAPE MSE MAPE
MLP 1.08 89.4 52.4 105 3.22 96.7
RF 1.08 95.8 52.1 99 3.2 98.5
XGB 1.08 95.6 52 100 3.2 98.5
RoBERTa 1.02 92.2 46.8 94.4 2.21 81.9
Saját Modell 1.01 80.7 23.8 51.8 1.15 44.6

6.1. táblázat. Aggregált regressziós teljesítmények. Az új modell jelentős javulást
ért el.

F30-F39 E10-E14 I10-I15
Model AUROC AUPRC AUROC AUPRC AUROC AUPRC
DT 0.653 0.027 0.798 0.127 0.667 0.140
LR 0.658 0.028 0.801 0.147 0.657 0.138
MLP 0.666 0.044 0.782 0.114 0.681 0.145
XGB 0.655 0.038 0.859 0.162 0.687 0.152
RoBERTa 0.711 0.272 0.729 0.313 0.652 0.296
Saját Modell 0.742 0.269 0.807 0.472 0.720 0.369

6.2. táblázat. Aggregált bináris klasszifikációs teljesítmények. A transzformerek
jelentős javulást értek el a kiegyensúlyozatlan adathalmazokon. A 3-ból 2
feladaton az új modell jelentős javulást ért el.
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Összességében a bemutatott architektúra előrelépés a multimodális EHR adatok ha-
tékonyabb kezelése felé, és további kutatási lehetőségeket kínál a biomedikai információk
optimalizált reprezentációjának és elemzésének terén.

6.1. Potenciális alkalmazási területek
A transzformerek és az általunk bemutatott moduláris architektúra széles körű alkal-
mazásra nyit lehetőséget a orvosbiológiai kutatásokon túl is. A klinikai döntéstámogató
rendszerek, ahol a betegek egészségügyi előzményei és a hosszútávú kimenetek előrejelzé-
se kritikus, különösen előnyös lehet. Ezen túlmenően a gyógyszerkutatásban és a célzott
terápiák kifejlesztésében is nagy potenciállal bír, ahol a genetikai adatok és más omikai
információk egységesítése és elemzése létfontosságú a hatékony és személyre szabott keze-
lések kifejlesztéséhez. A transzformerek alkalmazása a különböző orvosbiológiai adatforrá-
sok közötti információk egységesítésével és kinyerésével új utakat nyithat az egészségügyi
kutatásban és gyakorlatban egyaránt.

6.2. Továbbfejlesztési lehetőségek
Az újabb figyelmi mechanizmusok lehetővé tehetik, hogy még jobban skálázhatóvá vál-
junk a genetikai adatokra, ami a biomedikai területen rendkívül releváns. A konvolúciós
technikák alkalmazása, mint például az 1D konvolúciós hálózatok, hosszabb inputok, pél-
dául teljes genom szekvenciák kezelését is lehetővé tehetik. A maszkolt nyelvi modellek
(MLM) variánsainak további vizsgálata szintén ígéretes lehet a modell teljesítményének
optimalizálásában és a releváns információk jobb extrahálásában az adatokból.
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A kutatásban felhasználásra került a UK Biobank Resource a 1602. számú pályázat kereté-
ben. Linked health data Copyright © 2019, NHS England. Újrafelhasználás a UK Biobank
engedélyével. Minden jog fenntartva.
A kutatás az Európai Unió támogatásával valósult meg, az RRF-2.3.1-21-2022-00004
azonosítójú, Mesterséges Intelligencia Nemzeti Laboratórium projekt keretében, illetve a
TKP2021-EGA-02 számú projekt a Kulturális és Innovációs Minisztérium Nemzeti Kuta-
tási Fejlesztési és Innovációs Alapból nyújtott támogatásával, a TKP2021-EGA pályázati
program finanszírozásában. Továbbá, a kutatást a Nemzeti Kutatási, Fejlesztési és In-
novációs Hivatal (K 143391); a Magyar Agykutatási Program 3.0 (NAP2022-I-4/2022);
valamint a Nemzeti Kutatási, Fejlesztési és Innovációs Alapból a Nemzeti Innovációs és
Technológiai Minisztérium a TKP2021-EGA támogatási rendszer keretében (TKP2021-
EGA-25) támogatta.
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