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Osszefoglalo

A nyelvfeldolgozas terén elért sikerek rengetek kaput nyitottak ki elottiink. A
hangalapt asszisztensek, alap esetben is hasznos, de legtobbszor forradalmi funkcidkat
hoznak életlinkbe. A mesterséges intelligencian alapuld ,,voice to text” modellek
manapsag gyakorlatilag tetszoleges nyelvrél képesek felismerni szoveget, valamint a
kozelmultban nyelvfeldolgozas teriiletén elért eredményeknek koszonhetdéen pedig
nincsenek hatarok a felhasznalok és fejlesztok elétt. Illetve el6bbi allitas sajnos csak egy
nagy ferditéssel igaz. Ugyanis vilagszerte koriilbeliil 1,5 milliard [1] ember hallassériilt,
¢és tobb mint 70 millié [2] ember hasznalja a jelnyelvet, mint elsédleges kommunikacios
format. Szamukra ,,sajat nyelviikon” ezek a funkciok nem, vagy csak korlatozottan
érhetdek el. A jelnyelv egy specialis fajtaja az ujjbetlizés. Gyakran hasznaljak nevek,
cimek, telefonszadmok, valamint olyan fogalmak kdzvetitése soran, melyekre nincs bevett
gesztus. Egy tapasztalt jelel képes kozel kétszer olyan sebesen betiizni, mint egy virtualis
billentylizeten potyogé egyén, nem beszélve arr6l, ha minden jelet alkalmazva

kommunikal. Igy égetd egy szamukra is kényelmesen hasznalhaté interfész kialakitasa.

Még jelentdsebb problémat vet fel a kommunikécio kérdése. Manapsag a nyelvek
kozotti gépi forditds széles korben €s formatumban elérhetd az internetkapcsolattal
rendelkezOknek. Régen tul vagyunk mar az egyszerii szotar alapu forditokon, a kiilonboz6
transzformer, és nagy nyelvi modellek térhoditasaval gyakorlatilag tetszéleges nyelvek
kozott megoldhaté a kommunikacié. Ez alol kivétel azonban a jelnyelv. Nem létezik
olyan megoldas a piacon, ami segiti a jelel6 kommunikaciojat a jelelni nem tudo6 személy
felé. A tertilet elérehaladdsan nem segit, hogy a jelnyelv csakugy, mint a verbalis parjai,
nem standardizélt. Szinte minden nemzetnek sajat jelnyelve van, nem beszélve a helyi
sajatossagokrol, és dialektusokrol. Tovabb neheziti a feladatot, hogy a rendelkezésre allo,
nagy méretl, ¢és jO mindségli adatbazisok szama eltorpiil a klasszikus

nyelvfeldolgozasban megszokottaktol.

Munkammal a széles tomegek szamdra elérhetd jelnyelv fordité rendszerek
fejlesztéséhez jarulok hozza. Hosszii tava célom online megbeszélések soran
felhasznalhatd programok kialakitasa, mellyel hallassériilt egyének is konnyen hozza
tudnak szolni sajat nyelviikon a torténésekhez. Megvizsgalom tobbek kozott a kesztytivel

torténd felismerés, valamint hagyomanyos képfeldolgozds eredményeit, tovabba



részletesen foglalkozom a p6z approximdcion alapuld algoritmusokkal. A nyilt kérdés
utobbival kapcsolatban, hogy bar rendkiviil j6 ardnyban tomoriti a képi adatot, ami
lehetové tenné nagy mennyiségl, egységes adatbazis konstrualasat, de vajon tart-e ott a
technoldgia, hogy megbizhat6 modon kodoljon minden forditashoz sziikséges
informaciot?

Az amerikai jelnyelven beliil kiilon-kiilon vizsgdlom az ujjbetlizés, és altalanos
jelbeszéd lehetdségeit, kitérve a pillanatképbdl, valamint mozgasszekvenciabol dolgozé
megoldasokra. A teljesség igénye nélkiil 0Osszehasonlitom a feladatra adaptalt
konvolucids, rekurrens, LSTM, Transzformer halo architekturakat. A jelelés nyelvtani
adottsagai kovetkeztében, hianyoznak a segédigék, valamint gyakran mas a szorend a
hagyomanyos angolhoz képest. A primitiv forditads eredményeit ezért kontextus fliggd
modon transzformalom generativ nagy nyelvi modellekkel, valamint az ujjbetlizés

esetében a megbizhatosag ndvelésére is felhasznalom dket.

A dolgozatomban bemutatom az adatgytijtés és a tervezés 1épéseit, az alkalmazott
mesterséges intelligencia algoritmusok részleteit, valamint elemzem a fejlesztés soran
felmertilt tervezoi dontéseket, és alternativaikat. Ezen feliil bemutatasra keriil az altalam
készitett teljes megoldds, mely nagymértékben segithet a hallassériiltekkel vald

kommunikacid soran.



Abstract

The successes achieved in the field of natural language processing have opened
up numerous doors before us. Voice-based assistants are not only useful, but they often
introduce revolutionary functionalities into our lives. Nowadays, artificial intelligence-
based voice-to-text models are capable of recognizing text from virtually any language,
and thanks to recent advancements in natural language processing, there are no
boundaries for users and developers. However, the previous statement is a significant
distortion of the truth. Globally, approximately 1.5 billion [1] people are hearing
impaired, and more than 70 million [2] people use sign language as their primary means
of communication. For them, these functionalities are either not available in their ,,own
language”, or only in a limited manner. Sign language, particularly finger-spelling, is a
special form of communication often used for communicating names, addresses, and
phone numbers, or conveying concepts without standard gestures. An experienced signer
can spell almost twice as fast as an individual typing on a virtual keyboard, let alone when
using all available signs for communication. Hence, there is an urgent need to create an

interface that is comfortable for them to use.

An even more significant issue arises in the realm of communication. Machine
translation between spoken languages is widely available to those with internet access in
various formats. We have long surpassed simple dictionary-based translators, and with
the rise of different transformers and large language models, communication between
virtually any language has long become a reality. However, sign language even today
remains an exception. No solution on the market assists signers in communicating with
non-signing individuals. The progress in this area is hindered by the fact that sign
language, like its verbal counterparts, is not standardized. Almost every nation has its
own sign language, not to mention regional variations and dialects. Furthermore, the task
is complicated by the fact that the available large and high-quality datasets are minuscule

compared to what is customary in classical natural language processing.

My work contributes to the development of sign language translation systems
accessible to the broader masses. | have conducted research encompassing various
aspects, including glove-based recognition and traditional image processing methods.

However, my primary focus was directed towards the comprehensive exploration of using



pose approximation algorithms. While the latter is highly promising as it compresses
visual data effectively, enabling the construction of large, homogeneous databases, the
question of whether current technology is capable of reliably encoding all the information

needed for translation has so far remained open.

Within American Sign Language, | separately explored finger-spelling and
general sign language possibilities, paying close attention to solutions working from both
snapshots and motion sequences. Without aiming for completeness, | compared
convolutional, recurrent, LSTM, and Transformer network architectures adapted for the
task. Due to the grammatical characteristics of sign language, auxiliary verbs are missing,
and the word order is often different from traditional English when translated word by
word. Therefore, | processed the results contextually using generative large language

models and employed them to enhance the quality and reliability of the translation.

In my thesis, | walk through the steps of data collection, provide details about the
applied artificial intelligence algorithms, and analyze the design decisions and their
alternatives that emerged during development. Furthermore, | present the comprehensive
solution I've developed, offering significant support for communication with the hearing

impaired.



1 Bevezetés

A nyelvfeldolgozas teriiletén hatalmas attoréseket értiink el az elmult években. A
mai ,,voice to text” modellekkel lehetdségiink van rendkiviil sokszinli és természetes
modon interakcioba 1épni az eszkozeinkkel. Kiegésziilve a vilagot alapjaiban megrengetd
intelligens nagy nyelvi modellekkel, sajat virtudlis asszisztenst alkalmazhatunk, chat
formaban érhetjiik el a vilag tuddsat és nem utols6 sorban kinyilik a kapu a szabad
kommunikécio el6tt tetszdleges nyelvek kozott. A hasonld rendszerek egyik sajnalatos
velejardja, hogy csupan hagyomanyos nyelveken érhetdek el. Bar latszolag a technikai
tudas rendelkezésre all, még sem jelent meg még szdmottevd jelnyelvet tdmogatod
rendszer a piacon. A jelnyelv szoveggé formalasaval kozel 70 millié [2] embernek nyilna
lehetdsége sajat nyelvén interakcioba 1épni okos eszkozokkel, nem beszélve a jelelni nem
tudok felé iranyuld kommunikéciordl. Nagy segitséget nyujthatna tovabba a tanuldsban
azoknak, akik annak ellenére, hogy halldssériiléssel kénytelenek €lni, nincs lehetdségiik
megtanulni, mind pénziigyi, mind tanulast segitd eszkdzok hijan. Ezen csoport mérete a
legtobb orszagban meglepden még jelentésebb, mint a jelelni tudok szama, bizonyitva a

nyelv komplexitasat, és ezzel a feladat nehézségét.

1.1 Jelnyelv alapok

A jelnyelv egy vizualis gesztusokra épiil6 nyelv, amelyet a hallassériilt és a hallo
kozosségek egyarant hasznalnak a kommunikacidhoz. A beszélt nyelvektdl eltérden a

jelnyelvben a jelentést a kézmozdulatok, az arc kifejezései €s a testtartas hordozzak.

Mig sokan tévesen ugy gondoljdk, hogy a jelnyelv egyetemes, valdjdban szdmos
kiilonbozd 1étezik vilagszerte. Minden orszag rendelkezik sajattal. Erdekes példaul, hogy
az amerikai jelnyelv (ASL) és a brit jelnyelv (BSL) annyira kiilonbozéek, hogy nem
érthetéek egymds szamara, annak ellenére, hogy mindkét orszag angolul beszél. A két
nyelvnek mellesleg teljesen kiilonbozé a fejlodése, mig az ASL-nek francia jelnyelvi
gyokerel vannak [3], addig a BSL teljesen kiilon fejlodott [4]. Tovabba hasonléan a
verbalis nyelvekhez, itt is léteznek dialektusok, helyi sajatossagok, ami tovabbi

komplexitashoz vezet intelligens megoldéasok kialakitasakor.

A legtobb jelnyelv egy specidlis részhalmaza az ujjbetizés, amely kézzel

formazott betlik sorozata. Néhany jelnyelvben az ujjbetiizést gyakran hasznaljak nevek,



idegen szavak vagy specifikus terminolégidk kifejezésére, amelyeknek nincs sajat jeliik.
Mas jelnyelvekben az ujjbetlizést csak ritkan hasznéljak, és az emberek inkabb a teljes
kifejezések és mondatok hasznalatat részesitik elényben. Szamos kisebb jelnyelv l1étezik
vilagszerte, amelyek kiilonleges kdzosségekben alakultak ki és nincsenek befolyasolva a
nagyobb jelnyelvektdl. A Kolok Kata [5], mas néven balinéz jelnyelv, egy falusi jelnyelv,
amely két szomszédos faluban 6shonos Bali északi részén, Indonézidban. A Kata
Kolokban nincs hivatalos ujjbetlizés, ami ramutat arra, hogy az nem sziikséges egy
jelnyelv miikddéséhez. Ezek a kisebb jelnyelvek gyakran egyediilalloak és tiikrozik az

adott kozosség kultarajat és torténelmét.

Mint minden nyelvnek, a jelnyelveknek is van sajat nyelvtana és szokincse. A
szavak és mondatok jelentését a kézformak, helyzetek, mozgéasok és az arc kifejezései
egylittesen hordozzak. A nyelvtan komplex és nem feltétlentil kdveti a hallok éltal beszélt

nyelv szerkezetét.

1.2 Amerikai jelnyelv (ASL)

Az amerikai jelnyelv (ASL) az Egyesiilt Allamokban és Kanadaban ¢é16
hallassériilt kozosségek altal hasznalt nyelv. Az ASL torténete a 19. szazadig nyulik
vissza, amikor Thomas Gallaudet és Laurent Clerc megalapitottak az Egyesiilt Allamok
els6 hallassériilt iskolajat. [3] Az itt hasznalt jelnyelv kombinalta az amerikai helyi

jelnyelveket a francia jelnyelvvel, ami az ASL alapjat képezte.

Kozel félmillio ember beszéli, ami meglepd, hiszen ez a szdm kortilbelil 10
szazaléka a 40 milli6 hallassériiltnek az orszagban. Az ASL koriilbeliill a 7. legtobbet
hasznalt, viszont az interneten szabadon hozzéaférhetd forrasok altal legjobban
dokumentalt jelnyelv a vildgon, igy a kutatds is ezzel foglalkozik. Fontos kiemelni
azonban, hogy hasonldan rogzitett adathalmazok esetén a modellek, és algoritmusok

univerzalisak.

1.2.1 Ujjbetiizés az amerikai jelnyelvben

Mint sok mas jelnyelvben, az amerikaiban is talalhato ujjbetlizés. A brit
jelnyelvvel ellentétben itt csupan egy kézre van sziikség, a szamok, illetve angol abc
betliinek kommunikacidjara. Ez persze nem azt jelenti, hogy az egyéb gesztusoknak nincs

jelentése ebben a kontextusban, viszont a karakterek teljes mértékben beazonosithatoak



csupan a kezek megfigyelésével. pl.: A fejmozgas, vagy elére dol6 testhelyzet ujjbetiizés

soran hangsulyoz6 szereppel birhat.

Az ujjbettizés olyan kézformékat hasznal, amelyek egyes betiiket képviselnek,
hogy kifejezzenek szavakat. Bar az ujjbettizés csak az ASL egy része, hasznaljak nevek,
cimek, telefonszamok és egyéb, mobiltelefonon gyakran beirt informaciok kozlésére. Sok
siket okostelefon-felhasznald gyorsabban tudja ujjbetlizéssel kifejezni a szavakat
mintsem, hogy begépelje 6ket. Valdjaban az ASL ujjbettizése jelentdsen gyorsabb lehet,
mint a tipikus okostelefonos virtudlis billentylizeten vald gépelés (atlagosan 57 szo/perc

az amerikai 36 szd/perc atlagahoz képest [6]).

Amerikai jelnyelv ujjbetiizés soran hasznalt lehetséges kéz formai.

A legtobb gesztus statikus, vagyis nem sziikséges dinamikus mozdulat a
megkiilonboztetéshez. Ez alol kivétel a j és z betiik, melyeket ugyanazzal a kéztartassal
kell jelelni, mint az i és d betiit, csupan az ujjakkal leirt alakzatban térnek el. Ezen feliil a
szamok esetében eléfordul, hogy a kéztartds megegyezik egy betlinél hasznalttal.

Megkiilonboztetni 6ket a kontextusbol lehet.

10



1.2.2 Altalanos ASL

A legfontosabb kiilonbség az ujjbetlizéshez képest, hogy sokkal fontosabb
szerepet jatszik a fej, és mimika, valamint egyéb gesztusok is. Egy jo példa erre a
jelenségre az Anya, illetve Apa gesztus, melyek ugyanugy széttart tenyérrel viszont a fej
kiilonb6z6 részét érintve fejezhetdek ki. Ez nem is egyedi eset, 1éteznek adatbazisok,
amelyekben kéz alak alapjan lehet gesztusokat keresni. [7] Modosito tényezd lehet még

a masik kéz alakja, és a végrehajtott mozgaskombinacio is.

Balra az Anya, jobbra az Apa gesztus az amerikai jelnyelvben.

A hagyomanyos angolhoz képest altalaban mas a szérend. Tipikusan eldre helyezi
az 1d6 vagy igeidd informaciot, majd a mondat témajat, és végiil a megjegyzést. Példaul
az "I am going to the store" (En megyek a boltba) mondatot ASL-ben igy jeleznénk:
"NOW I STORE GO" (MOST EN BOLT MENNI), de az is gyakori, hogy az igét
megismétlik a jelelés elején és végeén. Ezen feliil, mikor irdsos formaban akarjuk dbrazolni
a jelnyelvet, még szokas vizualis annotaciokkal is ellatni. Ezt nevezi az ASL ,,gloss” [8]
vagy ,.glossing” -nak. Ebben az olyan jelek is feltiintetésre keriilnek, melyeknek nincs
angol megfeleldje, illetve egyéb ,,non-verbalis” gesztusok. Példaul az ujjbetizott szavak
elé az ,,fs-’" karakter sorozat keriil, a szavak felé pedig feltiintetésre keriilhet a szemoldok

allasa, illetve a birtokos eset is (poss).

poss eyebrows up

ME NAME fs-M-A-R-C-E-L-L

Példa az ASL-ben hasznalatos glossra.

11



1.3 A dolgozat felépitése

A bevezetd utdn megvizsgalom a téma irodalmat, kitérve a segédeszkozoket
felhasznald, valamint hagyomanyos képfeldolgozason alapuld algoritmusokra.

Osszehasonlitom mas kutatdsok eredményeit, valamint az alkalmazott modszerek

c ey

Ezt kovetden nagy 1éptekben haladva, ismertetem a kutatds menetét, alkalmazott
modszertanokat, valamint a kiindulasi alapként szolgalé megoldasok algoritmikus

hatterét.

A kovetkezo fejezetekben kiilon-kiilon vizsgalom a p6z approximdacion alapulod
ujjbetiizés lehetdségeit mind pillanatképekbdl, valamint szekvencidlis képkockakbdl, a
hagyomanyos jelelésre kialakitott megoldasom, valamint részletezem a kettd 6tvozésének
lehetdségét. Részletes leirast adok az adatgytijtés folyamatarol, egyes adathalmazok
leirasardl, illetve feldolgozasukrdl. Ismertetem a kialakitott modelleket, nagy hangsulyt
fektetve a tervezoi dontések indoklasara, alternativak feltarasara, tovabba szamos metrika
szerint kiértékelem, és Osszehasonlitom oket. A legjobb modellekhez kiilonb6zo

,usecase” -ek szerint csoportositva kiegészitd algoritmusokat tervezek.

Végiil 6sszefoglalom az eredményeket, tovabbi javaslatokat teszek a fejlesztésre,
¢s megvalaszolom a kérdést: Vajon a pdz approximacié alkalmas-e jelen formdjaban

komplex rendszerek kialakitdséra.

A tanulmény soran fejlesztett kddom, valamint mintavidedk a kész megoldasrol

elérhetdk online a https://qgithub.com/dancsomarci/sign-lanqguage linken.

12
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2 Kapcsolodo kutatasok

A masodik fejezet a jelnyelv-felismerési modszerek széles skalajat vizsgalja meg,
a hagyomanyos képfeldolgozastol kezdve, a specialis segédeszk6zok hasznalataig. A cél
az, hogy bemutassa a kiilonb6zd technikdk elényeit és korlatait, valamint azokat a
fejlodési iranyokat, amelyek jelenleg a legigéretesebbnek tlinnek ezen a teriileten. A
fejezet részletesen elemezi a képfeldolgozason alapuld modszereket, amelyek a kamera
altal rogzitett képeket dolgozzak fel és alakitjak at értelmezhetd jelekké. Ezt kovetden a
segédeszkozok hasznalatat vizsgalja, mint példdul a specidlisan kialakitott kesztylik és
intelligens gytiriik, amelyek 0j perspektivakat nyitnak a gesztusfelismerés teriiletén. A
fejezet végiil a dolgozat altalanos célkitiizéseit foglalja 6ssze, amelyek kozéppontjaban a

hatékony, segédeszkdz nélkiili jelnyelv-forditas all.

2.1 Hagyomanyos képfeldolgozason alapuléo modszerek

Az ilyen modszeren alapuld6 megoldasokra igaz, hogy bar a sikeres projektek

atalakitjak a kamera képeit valamilyen magasabb szintli reprezentécioba, de sosem lépnek

crer

szegmentalasa. [9] Vagy a dinamikus informacio kinyerése az egyes képkockak

pixeleinek kiilonbségébdl. [10]

Threshold
.| selection
| based on
histogram

.| Histogram
generation

Traditional Approach

Proposed Approach

Példa kezek szegmentalasara Szin hisztogram segitségével. [9]
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2.1.1 Jelnyelv automatikus forditasa tobbfolyamos 3D CNN-nel és

mesterséges mélységtérképek generalasa

Ebben a kutatasban [11] vide6 képkockaibdl azonositottak be jeleket. Elso

1épésként a képkockak szamat csokkentették le. Egy eldtanitott VGG16 [12] nevii modellt

alkalmaztak a képkockak csoportositasara, majd K-means klaszterezés és F6 komponens

analizis alkalmazasaval 10 képet valasztanak ki a videobdl. Erre a modellek és tanitasi

1d6 komplexitas csokkentése miatt van sziikség. Ezt kovetden tobb érdekes algoritmust is

kiprébaltak, egy Gjabb képi dimenzi6 bevezetésére a vided mellé.

Optical flow, vagyis a targyak latszolagos mozgasanak mintazatat kozelitd
modszert alkalmaztak az egyes képkockdk kozott. Ehhez Gunnar
Farneback 2003-ban publikalt algoritmusat [13] alkalmaztak. Az igy
keletkezd tjabb képkockakat, hasonldan a kovetkezd modszerhez, az RGB

dimenzidhoz csatoltak, egy ijabb ,,optical flow” dimenzioként.

A masik mddszer mélység informaciot tartalmazd képek alkalmazésa.
Ehhez azonban nem egy masodik, mélységélességre is érzékeny kamerat
alkalmaztak, hanem algoritmikusan generaltdk. A feladatot egy mddositott
GAN [14] (Generative adversarial network) modellel végezték, melyben
a szokasos zaj helyett, két bemenete van mind a generatornak, mind a
diszkriminatornak, és melyen keresztiil mindkét modell megkapja az
eredeti képet is, igy sikeres tanitds esetén lehetOsége lesz a generatornak a

bemend képkockara illeszked6 mélység térképet generalni.

Az architekturat tekintve a tovabbiakban rétegekbe szervezett 3D konvolucios

blokkokat hasznaltak, majd az eredményt 2 Dense réteggel osztalyozzak.

Balra Gunner Farneback optical flow algoritmus kimenete, jobbra GAN halézatokkal generalt

mesterséges mélységtérképek.
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A nehézséget, az ilyen jellegli megoldasoknal az okozza éltaldban, hogy mivel
képi adathalmazokrol van sz6, azok mérete és kezelése rendkiviil koltséges. Ez annak az
eredménye, hogy a képek/videdk sokkal tobb informéciot is hordoznak, mint amire
sziikség van a forditashoz, és egyaltalan nem trivialis olyan feldolgozo algoritmusokat
talalni, melyek optimalisak mind a tarol informécio, mind az adatok tomdoritése terén. A
problémat fokozza, hogy a finom gesztusok, mint az arc mimikédja, szemo6ldok mozgasa,
mivel minimalis mozgassal jar, megkivanja a nagy felbontasu, j6 mindségli képeket.
Tovabba az is szembetlind, hogy a kutatdsok jelentds része, kevés kategoria koziil képes
gesztusokat azonositani, ehhez persze a sziikos adathalmazok is hozzajarulnak, de az sem
zarhato ki, hogy a nagyobb kategoria szamhoz sziikséges megndvekedett adathalmaz, és

tanitasi 1dok, korlatozzak a fejlesztoket.

2.2 Segédeszkozt hasznalo megoldasok

Segédeszkoz hasznalata a gesztusok felismerésére egy hatalmas elénnyel jar a
hagyomanyos képfeldolgozast alkalmazd modszerekkel szemben, itt a gesztusok
kategorizalasahoz kiilonbozd szenzorok alkalmazasaval rendelkezésre all valos térbeli
informaci6 a kezekrdl, valamint a mozgasokrol. Ez hatalmas elényt jelenthet a pontossag
terén hiszen, kamerakép hasznalatakor eléfordulhat, hogy olyan szogben kertil rogzitésre
a jeleld alany, amibdl nem megéllapithatd a gesztus. Ez persze nem all fent egy
hétkoznapi frontalis kommunikacio, vagy az eszkozeinkkel valo interakcid soran, hisz
ekkor egyéb irant is a kamera fel¢ orientalja magat a jeleld, de a segédeszkdzbe rejtett

szenzorok minden esetben egy biztosabb, és pontosabb képed adnak a gesztusokrol.

2.2.1 Kesztyiit hasznalé kutatasok

Az egyik jelentds irany a kesztyl hasznalata. Irodalma jelentds, néhany évente
mindig érkezik egy-egy nagyobb attorés a teriileten. A korai prototipusok [15] az
egyszeriibb mozdulatok, példaul az abécé betliinek és a szamjegyeknek a felismerését
célozzak altalaban, mig a késébbi rendszerek [16] bonyolultabb jelnyelvi strukturakat és

kifejezéseket is képesek kezelni.
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Jelnyelv fordit6 kesztyi prototipus.

A kesztyli valojaban tobb szenzor Osszehangolt méréseit [17] hasznalja fel a
gesztusok azonositdsara. A hiivelykujj kivételével a maradék 4 ujj mozgatdsanak
szabadsagfokai limitaltak, elsddleges mozgasi tartomanyuk a tenyér felé¢ hajlitas. A
dolésszogek meghatarozasanak leggyakrabban hasznalt érzékeldje a hajlitas érzékeld
szenzor, melynek ellenallasa aranyosan novekszik az ujjak mozgasa soran. Gyakran
szerelnek tovabba gyorsuldsmérdket az ujjak végére, valamint a tenyérre is. Nyomads
érzékeldket az ujjbegyekre, valamint az egyik megoldas még a Hall effektust kihasznald
tavolsag szenzor adatait is feldolgozza. Nyilvanvalo probléma viszont, hogy jeleléskor
sziikséges az eszkOzzel rendelkezni, ezéltal a természetességébdl konnyen veszithet a
kommunikaci6, valamint a minden kisérletben valtozo hardvereknek koszonhetden
specialis adathalmazra van sziikség, ami nem feltétlen robosztus, nem beszélve az anyagi

vonzatarol az eszkozoknek.

2.2.2 SignRing: Amerikai jelnyelv-felismerés IMU szenzorral ellatott
gyurikkel

Egy ujabb megkozelités a gytirtibe [18] helyezett inercialis méréegység (IMU)
hasznalata. A hivatkozott kutatasban a két mutatéujjon elhelyezve 6 szabadsagi fokos
adatokbol rekonstrualtak a jelelt gesztusokat. Ez egy rendkiviil friss, de igéretesnek tling
kutatas, mivel egy gylirii viselete nem akadalyozza az embereket a hétkznapokban, és
javaslatot tesznek tobb szogbdl felvett vided esetén tanitd adatok kinyerésére, mellyel a
mar meglévo vided alapti adathalmazokat is hasznositani lehetne, viszont az altalanos
felhasznalhatosaga egyel6re nem bizonyitott. Ennek oka, hogy mint sok mas jelnyelvhez
hasonldan, az amerikai valtozatban is, nem csak a kezek hordoznak informaciot. pl.: Azok
helyzete az archoz képest jelentdsen moddosithatja a gesztus jelentését. Mivel az arc

szenzorokkal valé monitorozasa, végképp egy természet ellenes lehetéség, esetleg
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eldzetes kalibraciora, vagy kontextusfliggd javitasra van sziikség a forditashoz. Ezen feliil
az arc mimikéja nélkiil elveszitjiik a jovobeli lehetdséget a nyelv teljes értékii forditasara.
fgy az ilyen modszereket nem tartom alkalmasnak univerzalis megoldasként a jelnyelv

forditasara.

2.3 A dolgozat célja

A szovegbevitelhez sziikséges jelnyelv-felismerd mesterséges intelligencia, bar a
hivatkozott kutatasokbdl latszik, hogy sok fejlddést, €s nagy potencidlt rejt magaban, még
messze elmarad a hangrol szoveggé atalakitas mogott. A dolgozat ehhez az aktivan
kutatott teriilethez jarul hozza, mind az ujjbetiizés, mind az altalanos jelnyelv forditasa

terén. Tovabbi célkitiizés, hogy a fejezetben feltart nehézségekre megoldast adjon:

¢ Mindennemi segédeszkoz hasznélata nélkiil, a kéz fizioldgiai modelljével

dolgozzon.

e Univerzalis, kdnnyen kezelhetd adatokhalmazokat lehessen létrehozni a

tanitasra.
e A mar meglévo vided/képi formatumi adatbazisok felhasznalhatoak.

e Mindezt valos id6korlatok kozott.
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3 Megkozelités

Az el6z6 fejezetben kiemelt nehézségeket egy ujszerti képfeldolgozasi modszerrel
oldom meg. Ennek 1ényege, hogy 3 csatornas képekbdl eldallithato, a képen lathato kéz
izlileteinek modellje. A modszer alkalmazhat6 a test tobbi részén elhelyezked? jellegzetes
pontok beazonositasara, beleértve a fejet, €s az arcot. A megfelel6 pontok koordinatait
felhasznalva kialakitott modell alkalmas lehet a kitlizott Osszes cél megvaldsitasara.
Konvertalhatéak a meglévd képi adatbazisok, a modellek futtatdsdra felhasznalt
informacid univerzalis, ha el6re megallapodunk mely jellegzetes pontokat hasznaljuk fel,

valamint rendkiviili mértékben tomorithetné a képi adatokat.

A dolgozatban pdzbecslés alapon miikodo modelleken kisérletezve vizsgalom,
hogy az adatok ilyen formaban valo kodolasa alkalmas-e a jelnyelv altalanos forditasara,
illetve, hogy a jelenleg elérhetd pdz felismerd algoritmusok milyen pontossagi

megoldasokat eredményeznek.

3.1 Poz felismerés

A poz detektalas a szamitogépes latas egyik kulcsfontossagu teriilete, amely az
emberi test alakjanak és tartdsanak felismerésére €s nyomon kovetésére Osszpontosit.
Ezen technologia segitségével a gépek képesek azonositani és elemezni az emberi test

kiilonbo6z6 részeit, mint példaul a kezeket, 1abak, fejet és a test fobb iziileteit.

A miikddése lényegében képfeldolgozasi és mély tanuldsi technikékra épiil. A
mély neurdlis halozatok, kiilondsen a konvoluciés neurdlis halozatok (CNN),
forradalmasitottdk ezt a teriiletet, lehetové téve a nagy pontossagu ¢€s valos idejii poz
detektalast. A halézatok képesek "tanulni" az emberi anatomia jellemzdirdl és azok
valtozatossagarol nagy adathalmazokon keresztiil, igy képesek azonositani a testrészeket

¢s azok relativ elhelyezkedését.

Az elmult években jelentds eldre lepések torténtek ezen a teriileten. A
modellarchitektirak fejlédésével a poz detektalasi rendszerek gyorsabbak és pontosabbak
lettek. Ezen kiviil az atfog6 adathalmazok elérhetsége és nagyobb szamitasi kapacitas

rendelkezésre allasa is hozzajarultak a teriilet fejlodéséhez.
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3.1.1 OpenPose

Az OpenPose [19] kiemelkedik a poz detektalas vilagaban, mint az elsé nyilt
forraskodu, valds idejii 2D test-, kéz- és arc-p6z detektalasi rendszer. A Carnegie Mellon
Egyetem 4ltal fejlesztett projekt olyan technologidt hozott el a nagykézonségnek, amely
a korabbi megoldasoknal jobban skaldzhat6 €s sokoldalubb. Mig szamos rendszer 1étezik
a p6z detektaldsra, az OpenPose kiilondsen azzal emelkedik ki, hogy egyetlen neuralis
halozattal képes kezelni a test, kéz és arc pozait, igy integraltabb megoldast kinal.
Tovabba, a nyilt forraskodu természetének koszonhetden sok kutato és fejlesztd szamara
elérhetdvé valt, ami gyors innovaciot és széleskorli alkalmazast tett lehetdvé. Ezen
funkciok kombinacioja teszi az OpenPose-t az iparag egyik vezetd eszkozévé a podz

detektalasban.

Tobbalakos 2D poz felismerés eredménye az OpenPose algoritmussal.

A bemeneti kép eldszor egy eldtanitott képfeldolgozd modellen megy keresztiil.
A kovetkezd Iépésben egy kétfazisu konvoltcids blokkokbdl 4116 modell alkalmazéasa. Az
elsoé fazis végén egy ugynevezett végtag ,,affinitds” mezot generdl. Ez a mezd minden
képponthoz egy 2 dimenzids vektort tartalmaz, ha adott pont rajta van a végtagon, akkor
érteke a 2 legkozelebbi felismerni kivant kulcspont kozott fesziild vektor normalva,
egyébirant pedig 0. Természetesen a modell ezt csak megkdzeliti, de tanitas sordn egy
olyan mez6t hasznalnak ,,elvart” adatként, ami az §sszes emberre kiszamolt mez6k atlaga.
A pontossaga ellendrizhetd, két kulcspont kozott, egy integrallal a két pontot 6sszekotd

szakasz mentén.
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A képletben a kérdéses két kulcspontot dj; és dj, jeldli, p(u) pedig u € [0,1]
tartoméanyon a kézdttiik valo linedris interpolacio. L(p(w)) megadja a keresett pontokon
az affinitds mez0 értékeit, majd ez skalarisan szorzodik a két pont kozott fesziilé vektor
normaljaval. Utobbi miivelet jol megfogja a kapcsolatot a két vektor hasonlosaga kozott,
hiszen értéke [—1,1] tartomanyon annal kozelebb van 1-hez minél hasonlobb iranyba

néznek. A gyakorlatban az integralt pedig X'-val kozelitik.

A masodik iterdcidban az eredeti bemenet és a kiszdmolt mezd egyiittese halad
tovabb, egy hasonld konvolucids architektiraba, ami pedig az egyes kulcspontok
el6fordulasi valdszintiségét adjak. Tobb magas valdszintiséggel rendelkezé pozicio is
lehetséges, hiszen a képen 1évé emberek szama ismeretlen. Ekkor egy feladat maradt
hatra, mégpedig az Osszetartozo kulcspontok azonositdsa. A feladatot 1épésekben oldja
meg, egy grafelméleti algoritmussal. Két kulcspont, ami kozott akarunk dsszekottetést,
vegylik példaul a vallat és a konyokot, képzeljiink el ugy, mint egy parosgraf csucsai.
(Egymassal nem akarjuk kiilonb6zd emberek vallat Osszekotni, igy megvan a két
csticshalmaz.) Két csucs kozotti €l stilya legyen a fenti integrallal kiszamolt érték. Ekkor
a feladat enyhithet6 egy maximalis stlyG parositas keresésével, amire Kénig Dénes
matematikus munkassaga nyomdn ismerlink polinomialis futdsidejii algoritmust.
Altalanos esetben optimalisan szétvalogatni a kulcspontokat valtozo szamu emberre, egy

K-dimenzids parositas keresésre vezethetd vissza, ami ismert NP nehéz feladat.

3.1.2 MediaPipe Holistic és Hands

A MediaPipe Holistic azon kevés modell kozé tartozik, amely egyesiti a
kiilonb6zé emberi testrészek detektalasat, és még tovabb megy: képes a térbeli
elhelyezkedésiik azonositasara is. A Google altal kifejlesztett MediaPipe platformon beliil
a Holistic modell olyan innovativ technoldgiakat alkalmaz, amelyek lehetdvé teszik az

arc, kéz és test pdzanak egyidejli elemzését.

Ami igazéan kiilonlegessé teszi a Holistic modellt, az az integralt megkdzelités:
tobb modellt kombindl egylitt a lehetd legpontosabb eredmények elérésé¢hez. Példaul
kiilon modell végzi a testpoz [20], kéz [21], fej/arc [22] kulcspontjainak meghatarozasat.
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Ezek az almodellek kiilon-kiilon is kiemelkedd teljesitményt nytjtanak teriiletiikon, de

egylitt alkalmazva a Holistic modell egy integralt és atfogo képet ad a felhasznélo pdzarol

‘\"' \
(¢ T

" L
l' l_

MediaPipe Holistic modell tavlati architekturaja.

Sajnos nem elérhetd olyan részletes leirds az algoritmikus hatterérél, mint az
OpenPosenak, de teljesitménye magaért beszél. Csupan egy embert képes felismerni egy
képkockan, de ez egyaltalan nem korlatozo jelenleg, hiszen a feladat egy idépillanatban
csak egy jeleld forditasara terjed ki. Elény viszont, hogy nem csak 2D koordinatakat ad
vissza, hanem térbeli fogalommal is rendelkezik az ember pozicigjarol. Ez a kezek,
jelnyelv céljaval val6 feldolgozasa szempontjabol hatalmas elényt jelent. Tovabbi pozitiv
tulajdonsag, hogy a keretrendszer, és vele egylitt a modellek koénnyen futtathatoak a
kiilonb6z6 platformokon. Elérhetd példaul Androidon, illetve bongészds kornyezetben is.
A valos idejli futds hasonld erbéforras korlatozott kornyezetekben is tamogatott. Ha
folyamatos videdbdl hajt végre poz felismerést, abban az esetben az egyes képkockak
kozott kihasznalja a lokalitdsokat, vagyis azt a tényt, hogy a végtagok nem tudnak hirtelen
tal nagy tavot megtenni fizikai korlataik miatt, igy egy kisebb komplexitasu kdvetd
algoritmust alkalmaz. Az imént felsorolt elényok miatt a dolgozat tovabbi részében a
MediaPipe Holistic, illetve a kézre dedikalt verziojat (MediaPipe Hands) fogom

hasznalni.
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4 Statikus ujjbetiizés

Két alapvetd modszer kiilonithetd el a jelnyelv-felismerés terén: a dinamikus
videodbol és a statikus képkockakbol torténd forditas. Mig a dinamikus videdbol torténd
forditas lehet6vé teszi az egymadast kovetd mozdulatok és azok kozti atmenetek
azonositasat, ami gyakran kulcsfontossagu a jelentés teljes megértéséhez, a statikus
képkockakon alapul6 forditas kihivasok elé néz. Ebben az esetben a rendszernek egyetlen
pillanatfelvétel alapjan kell meghataroznia a mozdulat jelentését, ami korlatozott
informéciot kinal a mozdulat teljes kontextusarol. Ennek ellenére mindkét modszernek
megvannak a maga eldnyei és alkalmazasi teriiletei, amelyekrél mélyebben is érdemes

beszélni.

A statikus mdodszer nem véletlen az ujjbetiizés témakorében jon eld, ugyanis a j
és z kivételével egyik gesztus sem kivan dinamikus mozdulatot, ez a kett6 pedig egy
késébbi szakaszban targyalt algoritmussal korrigalhatd. Egy masik probléma is fennall,
ha az 1-9-ig 1év6 szamjegyeket is bevonjuk. Az ilyen ,kiterjesztett” ujjbetiizés ugyanis,
tartalmaz olyan kéztartasokat, melyek két kategoriaba is tartoznak. Ilyen példaul a 2 és v,
melyek gyakorlatilag identikusok kéztartds szempontjabol. A  gyakorlatban
szovegkornyezetbdl megkiilonboztethetdek, de ha mégis sziikkség van izolalt
kornyezetben a hasznalatukra, olyankor szam esetében a jeleld tenyerét maga felé

fordithatja.

o 1

Példa ASL-ben egyforma kézformat hasznalé, mégis kiilonbozo jelentésii gesztusok.

4.1 Adathalmaz

Mivel a kutatas idOpontjaban nem allt rendelkezésre statikus p6z adathalmaz a
feladatra, igy eldszor képi adatbazisokat kerestem, hogy az adatokat konvertalas soran
megfeleld formatumura alakitsam. Mivel az erre a feladatra kiélezett adathalmazok

csupan kivagott kezeket tartalmaznak, és a MediaPipe Holistic modell csak az emberi test
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kontextusaban képes részleteket felismerni, igy kézen fekvo volt a MediaPipe Hands api
hasznalata. A fellelhetd adathalmazokban ko6zos volt, hogy a képeket erdsen
elofeldolgoztak, kis felbontastiva konvertaltak és a legtobb esetben még a szin
informaciot is elhagytak. Pontos specifikicié nem érhet6 el az api minimalis minéségi
kovetelményeirdl, igy tobb, egymastol merdben eltérd, nem csak ASL adathalmazt is

kiprébaltam:

1. Sign language MNIST [23] : A klasszikus kézzel irt, 28x28 pixeles
szamjegyeket tartalmazd MNIST adathalmaz variansa, amerikai jelnyelv
feladatra specializalva. A képek hasonloan névrokonahoz fekete fehérek,

és identikus felbontasuak.

2. University of Exter ASL [24] : Két féle verzidban is elérhetd. Tartalmaz
alacsony felbontasu szines képeket, valamint mélység informaciot is, bar
utobbi nem keriilt feldolgozasra. A képek mindsége elég valtozatos, és

majdnem mindegyik tartalmaz artifaktumokat.

3. Sign language for Alphabets [25] : Szintén fekete fehér adathalmaz, de
magasabb felbontasu, mint az elsé pontban, viszont nem amerikai

jelnyelv.

Els6 korben az MNIST adathalmazzal kezdtem dolgozni. Nyers forméaban a képek
nem voltak megfelelé mindséglick, a MediaPipe Hands api szamara, igy kiilonb6z6

mindség fokozo technikakat alkalmaztam rajtuk.

4.1.1 Interpolacios algoritmusok

Az elsddleges gyaniim a képek kis felbontasa volt, ezért eldszor ezt probaltam
orvosolni. Az interpolacids algoritmusok kulcsszerepet jatszanak a képek felbontasanak
javitasdban. Az interpolacio 1ényegében magasabb felbontésu teriileteken pixelértékek
becslését jelenti az alacsony felbontasti képrél szdrmazd informacidk alapjan. A
klasszikus interpolaciés modszerek, matematikai osszefiiggések hasznalataval szamoljak
ki ezeket az értékeket, figyelembe véve minden pixel szomszédait. Azonban ezek a
hagyoméanyos moddszerek néha nem tudjdk megragadni a bonyolult részleteket. A
mélytanulas megjelenésével fejlettebb interpolacids algoritmusokat fejlesztettek ki,
amelyek neuralis hal6zatokat hasznalnak. Ezek a modellek, alacsony és magas felbontasu

képek parosairol tanulnak, ¢s céljuk, hogy athidaljak az egyszerti matematikai becslések
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problémait, igy kindlva pontosabb ¢és esztétikailag kellemesebb szuperfelbontési

eredményeket.

4.1.1.1 Hagyomanyos matematikai modszerek

Az interpolacid soran a matematikai modszerek a pixelértékek kozotti
Osszefiiggéseket hasznaljak fel a becslésekhez, és nem igényelnek kiilsé informécio

forrast. A kiprobalt moédszerek:

1. Legkozelebbi szomszéd (Nearest Neighbor): Az egyik legegyszeriibb
modszer. Itt az 0j pixel értékét kozvetleniil az eredeti képen talalhatod
legkozelebbi pixel értékébdl veszi. Nincs sulyozas vagy mas szamités, igy
gyorsan miikodik, de a végeredmény gyakran "kockas" megjelenésii lehet,

kiilondsen nagyobb méretaranyu nagyitasnal.

2. Linearis (Bilinear) Interpolacio: Négy kozeli pixel értékét veszi
figyelembe. A kimeneti pixel értéke a kdrnyezd pixelértékek sulyozott
atlagaként jon létre, ahol a sulyok az j pixel tdvolsdgan alapulnak a négy
eredeti pixelhez képest. A bilinearis interpolacio simabb képet

eredményez, mint a legkdzelebbi szomszéd modszere.

crer

illesztésével valositia meg. Hogy a paraméterei egyértelmiien
kiszamithatoak legyenek sziikséges a végpontokban vett derivaltak értéke,
ennek ismeretéhez pedig a kornyezé szomszédok is. Igy egy pixel
értekének kiszamitasakor figyelembe veszi a kornyezd 16 pixel értékeit.

Eredménye sokkal természetesebb kinézetet ad, mint a linedris valtozat.

4. Lanczos Interpolacié: A modszer egy magyar matematikus, Lanczos
Kornél érdeme. Egy ablakozott sinc-figgvényt hasznal a pixelek
stlyainak kiszamitasara, valamint tobb pixel értékét veszi figyelembe,
mint a bilinedris vagy bikubikus modszerek. A hasznalt (opencv) library a
pixel 8x8-as kornyezetét veszi figyelembe. A  sinc-fliggvény
tulajdonsagainak koszonhetéen a Lanczos kivaloan alkalmas képek

¢lesitésére anélkiil, hogy jelentds torzulast okozna.
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Original ‘ Bilinear ‘ Bicubic ) Lanczos

Interpolacios algoritmusok eredménye az ASL MNIST adathalmazon.

4.1.1.2 Mély tanulas alapti modszerek

A mélytanulas-alapu interpolacios technikak szamos elénnyel rendelkeznek a
hagyomanyos matematikai modszerekhez képest. Els6dlegesen ezek az algoritmusok
képesek észlelni és reprodukalni azokat a bonyolult mintékat és szerkezeteket a képeken,
amelyeket a klasszikus modszerek esetleg nem vesznek észre. A hagyomanyos
modszerek rogzitett matematikai képletekhez kotottek, amelyek néha nem képesek
alkalmazkodni a valdsagos képtartalom széles valtozatossagahoz. Ezzel szemben a mély
tanulas alapi modszerek hatalmas adatkészleteken tanulnak, lehetévé téve szamukra,
hogy éaltalanositsanak és tajékozottabb eldrejelzéseket tegyenek a szdmtalan képminta
alapjan, amelyekkel talalkoztak. Tovabba, az ilyen modellek képesek hierarchikus
jellemzoket felfogni, ami azt jelenti, hogy észlelni tudjdk a képek alacsony szintl
részleteit, mint a szélek és textlrdk, valamint a magas szintli tulajdonsdgokat, mint az
objektum strukturdk és szemantikai kapcsolatok. Ez a holisztikus megértés gyakran olyan
interpolalt képekhez vezet, amelyek nem csak ¢élesebbek, hanem tartalmukban is
koherensebbek, csokkentve az artifaktumokat, olyan vizualis eredményeket eldallitva,
amelyek kozelebb allnak ahhoz, amit az emberi szem elvarna latni. Gyakorlatban sokkal
¢lesebb hatast keltd képeket kapunk, mint a matematikai interpolacoval. A kisérletek két

modellel is el lettek végezve:

1. A ,Densely Residual Laplacian Super-Resolution” tanulmany alapjan
készitett modell, tovabbiakban DRLN [26], kiilonlegességét az adja, hogy
olyan modulokbdl épiil fel, melyek kombinaljak a silirli rezidudlis
kapcsolatokat, vagyis modulon beliil a konvolucios blokkok minden 6ket
megel6zd blokk kimenetét megkapjadk bemenetiikon, valamint egy
specialis Laplace figyelmi mechanizmust. Tovabba ezek a modulok is

tobbszor szerepelnek egymas utdn. Paraméterek szdmaban mérve
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komplexebb, valamint futasidoben jelentdsen lassabb, mint a kdvetkezd

tesztalany.

2. Az ,Attention in Attention Network for Image Super-Resolution” cimii
iras alapjan késziilt modell, roviden A2N [27], erejét szintén meglévo
elemek ujszerl felhasznalasbol nyeri. Alapja egy ugynevezett ,,Attention
in attention block”, mely lényegében dinamikusan tanult stlyokkal
kombindlja a bemenet 4ltalanosan feldolgozott, valamint figyelmi

mechanizmussal ellatott agat.

Original Lanczos A2N DRLN

Mély tanulason alapul6 felbontas névelé médszerek dsszehasonlitasa Lanczos interpolacioval.

4.1.2 Fekete fehér képek szinezése mély tanulason alapul6 modellekkel

A képek felbontasanak novelése nem jart atiitd sikerrel a vizualis felismerhetdség
ellenére, igy csak egy tulajdonsag hianya okozhatja a MediaPipe konyvtar felsimerési

problémajat, mégpedig a képek szine.

Szerencsére til vagyunk mar azon az iddszakon, mikor fekete fehér képeket
manudlisan kellett megszinezni. Léteznek ugyanis elétanitott mesterséges intelligencia
modellek, melyek fekete fehér képekbdl szineket tudnak javasolni, minden pixelnek. Ez
ugy lehetséges, hogy sok tanitokép alapjan a modellek megtanuljak értelmezni a képeken
szerepld objektumokat, és hogy a nagy szamok térvénye alapjan hogyan néznek ki

szinesben.

A felhasznalt modellek a ,,Colorful Image Colorization” cimii tanulmany [28]
alapjan késziiltek. Alap gondolat, hogy a képeket valtsuk at ,LAB” formatumura. A
modellek bemenetként a fénysiirtiség (Luminance) csatorna értékeit kapjak, és az AB-
csatorna értékeit probaljak kozeliteni. Egy fekete fehér képen, a targyak nagy része tobb
szint is felvehet igy, ha regressziot alkalmazunk példaul euklideszi tavolsagmetrikaval

hibfliggvényként, az atlagolo hatas fako szinek felé tolja el a matematikailag optimalis
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eredményeket. A szerzOk javaslata, hogy a 10 egységenként felosztott AB-tér diszkrét
egységeire alkalmazhat6 klasszifikacio, élénkebb szineket eredményez. Adathalmazként
felhasznalhaté barmilyen szines kép, szintér valtas utan rendelkezésre is all a bemenet, és
elvart kimenet. A tovabbiakban ECCV16 néven hivatkozott modell ezen az elven lett

mitkodik.

Kiprébaltam egy alternativ modon betanitott modellt is (SIGGRAPH17 [29]). Az
architektira ugyanaz maradt, de alkalmanként tanulds soran adunk a modellnek néhany
képpontban segitséget az elvart szinhez. Bar a kutatasaim soran ezt nem hasznaltam ki,
de igy utdlag is lehetdség nyilik segiteni a modell szinvalasztasat. A tanitds soran
megadott segédpontok szamat egy geometriai eloszlds fliggvény hatarozza meg, igy
béven akad olyan bemenet is, amin nincsen ,segitség”, igy alkalmas a felhasznalt
feladatra. Tapasztalat szerzés céljabol, néhany példan futtatva, bar kevésbé élénk szineket

produkal, mégis realisztikusabb képeket eredményez, mint tarsa.

Original

ECCV16 _ SIGGRAPH17

Vizsgalt kép szinez6é modellek eredményei Ansel Adams, amerikai fotografus legendas képén.

4.1.3 Mindéség javito algoritmusok dsszehasonlitasa

Bar a felbontas noveld technikdk latvanyos eredményt értek el, amig a képek
fekete fehérek maradtak nem volt képes a MediaPipe api kezeket felismerni. A szinezési
technikak koziil az ECCV 16 mutatta a legjobb eredményeket. Ez a modell nem mellesleg
a hasznalt neuralis halo kialakitisa miatt valtoztatja a bemeneti képek méreteit.
Eléfeldolgozasként a Lanczos interpolacioval megndveli a kép méreteit 256x256 pixelre,
majd az inferencia utdn Lineéris interpolaciét alkalmaz az eredeti méretre valo
Osszenyomashoz. Végeztem teszteket a felbontds ndvelés és szinezés egymas utdni
alkalmazasara, ezekben az esetekben eredményeket szintén azok a kombinacidk hoztak,
melyekben szerepelt az ECCV16 algoritmus, de a felismert poz kozel minden esetben
erdsen torzitott lett. Az eredményeket validadltam a kordbban ,,Sign language for

Alphabets” néven emlitett adathalmazon is. Mivel az eredmények valtozatlanok voltak,
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ezutan a teljes ASL-MNIST adatbazist konvertaltam az imént emlitett szinez6 modellel,

ezzel az esetek 30%-aban, kozel 8500 esetben, sikeriilt pozt felismerni a képeken.

Original Bilinear Bicubic Lanczos

SIGGRAPH17

ECCV16

A2N + SIGGRAPH17 DRLN + ECCV16 DRLN + SIGGRAPH17

Az dsszes kiprobalt mddszer illusztracioja az ASL MNIST adathalmaz egyik képén.

(Két modell név esetén az alkalmazasi sorrend balrol jobbra tortént, valamint, ha sikeres volt a poz

felismerés, megjelennek a képen a kulcspontok.)

A mindség javitd algoritmusokat a ,,University of Exter ASL” névvel illetett
adathalmazon is kiprobaltam. Mivel ez egy szines képeket tartalmazo adathalmaz, a
szinezd algoritmusok nem segitették a taldlati aranyt, de a felbontas novelése Linedris

interpolacioval igen. Konvertalas utan az eredeti adathalmaz 38%-at sikeriilt megérizni.
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Bilinear

Bicubic

Lanczos

Felbontast névelo médszerek eredménye a University of Exter ASL adathalmazon.

Distribution of Categories
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Az ,,ASL MNIST” és ,,University of Exter ASL” adathalmazokbél kinyert p6zok eloszlasa

kategérianként.

A konvertalt ,,R” betlik az esetek nagy szdzalékdban nem megfelelden keriiltek
atalakitasra, ugyanis a ,,U” és ,,R” betli k6zott csupan annyi a kiilonbség, hogy a mutato

¢és kozépso ujj keresztezve van. A képen is lathato, a modellek hibasan az ,,U” betiih6z
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tartoz6 poz informacidohoz hasonld adatot ismertek fel az ,,R” betiiként annotalt képekrol.

Ez betudhat6 az adathalmaz kis felbontasanak.

A

Helyteleniil konvertalt ,,R” betii a University of Exter ASL adathalmazbdl.

4.1.4 Sajat ASL adathalmaz

A mas adathalmazokon elért sikerek ellenére, sajat ASL ujjbetiizés adathalmazt
gyljtottem. Az adatok frontalis iranyba néz6 webkameraval keriiltek rogzitésre. A
felvételek harom napszakban, két kiilonboz6 helyszinen késziiltek két féle kameraval. A
felhasznalt mintak kozott egyénenként egyenletesen oszlott meg a kiilonb6zo

kategoriakban rogzitett felvételek szama, valamint a jobb és bal kéz hasznélata.

A nyers felvételek nem, csak a poz informacié keriilt mentésre. A képeken
maximum egy kezet kerestem, mivel az ASL-ben minden betii és szam kifejezhet6 igy.
Képkockanként 21 db 3 dimenzids kulcspont keriilt rogzitésre. Feltételezziink 32 bites
lebegbpontos szamabrazolast, igy fevételenként 252 byte adattal kell szamolni. Ha el
akarnank tarolni a képeket, erés eléfeldolgozas mellett is, példaul 100x100-as méreti, 8
bites szinmélységii, fekete fehér képeket esetén 10000 byteot kellene tarolni, ami igy

kozel 1: 40 tomoritési aranyt jelent.

Mivel az adatok atlagosan 15-20 fps sebességgel keriiltek rogzitésre, még a kezek
gyors mozgasanak hatasara is sok hasonlo kép keletkezett, ezért 10 egymast kovetd
adatpontbol 9 nem keriilt felhasznalasra, igy biztositva, hogy legalabb 0,5 sec teljen el két

minta kozott.

A kiils6 forrasbol szdrmazo képekkel ellentétben nem véagtam ki, és izolaltam a
kezeket a poz informdaci6 kinyerése el6tt. Ez két okbol is fontos lehet. Egyrészt a poz
felismerd api relativ koordinatakat ad vissza. Ezek az értékek 0 és 1 kozé esnek, és azt
jelzik, hogy a bemeneti képen a szélesség, ¢s magassag hany szazalé¢kanal talalhatok az
adott pontok. Ha a bemeneti kép mas képaranyu, a detektalt kezek koordinatai elnyultnak
torzitottnak tiinhetnek egymashoz képest. Hasonlo jelenség figyelheté meg a kiilonb6z6

latoszogli kamerakon keresztiil felismert kezeken is. A masik jelentds kiilonbség, hogy
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mivel a teljes kép csak egy kis részén helyezkednek el a kéz a koordinatai matematikailag
sokkal kisebb mértékben térnek el egymastol, mint a korabban targyalt adathalmazok
esetében. Ezen probléma kikiiszobolésére nagy hangsulyt helyeztem az eldfeldolgozas

folyamatara.

4.2 Elofeldolgozas

Az egyes adathalmazok nagyban kiilonbéznek egymastol, ezért rendkiviil fontos,
hogy informécio vesztés nélkiil hasonlo formara hozzuk dket, Elsd 1épésben egyforma
méretiire skalazom a kezeket, és eltolom a kulcspontokat a (0.5, 0.5) koordinataba, ami
az api relativ koordinita rendszerében a képernyé kozepe. Az igy keletkezett
adatpontokat minden alkalommal amikor a modell bemenetére keriilnek tanitas soran egy
bizonyos valdszinliséggel affin transzformdlom. Ez segit a modell altalanosito
képességének novelésében. A transzformacid csak az xy koordinatdkra érvényesiil,
ugyanis tapasztalati alapon kidertilt, hogy a z irdnyu adatok nagysaga nincs korrelacioban
eldontésére alkalmas, hogy az egyes ujjak hogyan helyezkednek el térben egymashoz
képest. A bal kézzel jelelok, a jobb kézzel jelelok tiikkorképei, igy bar bal kezes adatok is
rendelkezésre allnak, mégis alkalmanként tiikrozés torténik az y tengelyre. Tovabbi
transzformaciok kozott szerepel a képernyd sikjaban torténd kozelités, illetve tavolitas,
xy tengelyek menti nyirds, valamint 15 fokkal val6 elforgatds. A transzformaciok
paramétereit empirikus alapon hatdroztam meg, nagy szdmua mintdn vald teszteléssel, a

talzott torzitas elkeriilése érdekében.

Original Scaled Flipped Original Scaled Flipped

Balra a University of Exter ASL, jobbra a sajat adathalmazombél szirmazé adatpont

eléfeldolgozasa és adatdusitasa soran Kialakult mintak.
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A sajat adathalmaz kezei a fenti modszerek alkalmazésa utdn is keskenyebbnek
hatnak. A tovébbi javitas érdekében a pdz detektald algoritmuson kell valtoztatni. Errdl

részletesen a Kiegészit6 algoritmusok pontban lesz szo.

4.3 Modellek

A fejlesztés soran egy nyilt forraskodu konyvtarat, a TensorFlow-t hasznaltam,
amelyet mély tanulasi modellek fejlesztésére €s betanitdsara terveztek. A TensorFlow-
ban taldlhaté Keras konyvtar magas szintli API-kat kinal, amelyek koziil az egyik a
Sequential API. Ez az egyik leginkabb egyszerisitett és struktaralt modja a neuralis
halézatok 1étrehozasanak a TensorFlow-ban. Ez az API lehetdvé teszi a rétegek egymas
utani hozzdadéasat egy lineéris stackben, ami idedlis az egyszerii eldrecsatolt neurdlis

halézatok modellezéséhez.
A Kklasszifikacios feladatként megfogalmazott problémara két féle modellt
probaltam ki:
1. Egyszer(i mély neuralis halo. (Dense)
2. Konvolucios rétegekkel kiegészitett CNN architektira.

A bemeneten az értékeket eldszor kulcspontonként, majd x,y,z sorrendben
helyeztem el. A konvolucidés halézatban 1D konvolicidt hasznaltam, ami iddsoros
adatoknal gyakran hasznalt épitdelem. Tovabbi kiegészitésként ,,Dropout” rétegeket is
helyeztem el a hal6zatokban, melyek bizonyos valdszinliséggel néhany réteg bemenetét

O-ra allitjak. Ez egy gyakran alkalmazott technika a modellek altalanosito képességének

. r 7
fejlesztésére.
10 Model accuracy Model loss
) —— Dense Train _——m - — - . —— Dense Train
0.9 Dense Validation 2.0 Dense Validation
—— CNN Train —— CNN Train
0.8 1 — CNN Validation — CNN Validation
1.5
Z 0.7
£ &
= =]
S o6 ~ 104
0.5 4
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A hiba, és pontossag alakuldsa a tanulas soran.
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A tanitdst az Exter university adathalmaz, és az MNIST adathalmazbdl kinyert
informaciok alapjan tanitottam. Az ,,r”” betiik pontossaga nem volt megfelel6 a konvertalt
adathalmazoknal, igy ezt a kategériat kihagytam. Tanitasra az adatok 80%-at, validacios
célokra pedig a maradék 20%-at hasznéltam. Tesztelésre a sajat adathalmazomat
valasztottam. Az eredmények igy igazoljak, hogy alacsony mindségii felvételekbdl is
létrehozhatd valds kornyezetben is miikodé modell. A Dense modell 89,76%-0s
eredményt ért el a teszt adathalmazon, mig a CNN csak 83,14%-ot. Ezek az értekek
mutattak némi fluktuaciot az egyes tanitasok soran, de koriilbelill 5-6 tanitasonként

konzisztensen tudtam reprodukalni az eredményeket.

Confusion Matrix
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Dense halozat teszt adathalmazon elért konfiziés matrixa.
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Dense halozat teszt adathalmazon elért relativ konfaziés matrixa.

(A valos kategoriak megoszlasat mutatja szazalékos formaban.)

4.4 Kiegészito algoritmusok

A mesterséges intelligencia (Al) modellek fejlesztésekor a legoptimalisabb
teljesitmény ¢és pontossag elérése érdekében gyakran sziikség van kiegészitd
algoritmusokra. Blackbox jellegiikb6l fakaddan ugyanis, valosziniiségi alapon
viselkednek ¢éles adatokon. Eléfordulhat példaul, hogy bizonyos szdgben, vagy a
kornyezeti viszonyok hatasara, pl.: fény csillanas a kameraban, nem lesz megfelel6 a
pillanatnyi kimenet. Ez a jelenség egyszerlien kisziirhetd, a tobbségi dontés

algoritmuséval.

4.4.1 Kimenet korrigalasa valosziniiségi alapon

A modell eredményei eldszor egy sorba keriilnek, ahonnan tobbségi dontés

alapjan keriil ki a modell valés predikcidja. Egyszeriien megvalosithatdo egy fifo
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adatszerkezettel, és igy hatékony mddon kiszlirhetdek a pillanatnyi anomalidk. Sziirhetd
tovabba az a jelenség is, amikor ismeretlen pozok eredményéiil kis magabiztossagu,
csapong6 eredményeket ad a modell, ilyenkor nem egyszerii tobbségi dontést hozunk,
hanem csak egy bizonyos szazaléku tobbség hatdsara adunk eredményt pl.: ha 70%
»~folénnyel” egyik kategdria sem rendelkezik, abban az esetben sikeresen azonositottuk

azt a helyzetet, amikor a modell képtelen a magabiztos azonositasra.

Ennek a megoldasnak egy hatranya van, mégpedig az, hogy nem veszi figyelembe
a modell magabiztossagat, a tanitds soran ugyanis valdszinliségi értékeket is megtanul.
Ha példéaul a kimenetébdl az latszik, hogy a bemeneten 1évo p6z 3 karakterhez tartozhat
90%-ban, és mindegyiknek nagysagrendileg egyforma az esélye, pontatlansag az egyiket
gyo6ztesként kikialtani és behelyezni a sorba. Egy ilyen szituacioban, ha lemerevitené a
kezét a felhasznalo, a modell ugyanazt a feltételezhetéen rossz megoldést adnd vissza, €s
a tobbségi dontést kijatszhatna. Egy gyakran alkalmazott technika ilyen esetben, hogy
vessziik a modell javaslatait, és valoszintiségeik szerint csokkend sorrendbe rendezziik
Oket, majd annyit valasztunk a legnagyobbakbol sorban, hogy a valosziniiségiik 6sszege
ne legyen tobb egy p paraméternél, de maximum k darabot valaszthatunk. A vélasztasokat
atskalazzuk, hogy a kisebb csoportban is 1 legyen az 6sszegiik, és valosziniiségi alapon
valasztunk koziiliik elemet a pufferbe. Ha a modell elég magabiztos a valasztasaiban, a
probabilisztikus viselkedésbdl fakado ,melléfogasokat” elfedi a felhasznalé eldl a
tobbségi dontés, de kevésbé magabiztos esetben pedig valdsziniliségi alapon dontiink a
javasolt kategoridk koziil. Ezen technika a kategoridk szamanak novelésével egyre jobban
miikddik, valamint a top p €s k paraméterek a modell ugynevezett ,kreativitasat”

befolyasoljak. Eloszeretettel alkalmazzak nagy nyelvi modellek esetében. [30]

4.4.2 Nem szandékos mozgasok elkiilonitése

Eddig feltételeztiik, hogy a felhasznalé minden iddpillanatban jelel. Ez a

valdsagban nem all fenn, és sziikség van ennek megbizhato detekcidjara.

Els6 lehetdség egy okos heurisztika alkalmazasa. Ha példaul nem érzékel kezeket
a MediaPipe api, biztosan nem jelel a felhasznald, tovabba egy 1épéssel tovabb is vihetd
ez az Otlet, azzal az informécioval kiegészitve, hogy a jelelés legtobb esetben a test fels
harmada kortil, de a fejtdl kissé lentebb torténik. Ha viszont a rendszert példaul online
konferenciak, megbeszélések spektrumaban is el akarjuk képzelni, bizonyara el6 fog

fordulni, hogy az emberek akaratlanul is konyokdlnek az asztalon, vagy az arcukhoz
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érnek. Az ilyen véletlen mozgasok, valamint egyéb kiilonleges testhelyzetek kiszirésére

nem elég tehat egy egyszerii pozici6 heurisztika.

Lehet6ség van egy ujabb, ,jismeretlen gesztus” kategoria bevezetésére a
klasszifikaciés feladathoz. Ehhez a sajat adathalmazomat kiegészitettem olyan
felvételekkel, melyen jeleléshez hasonld, esetenként kényszeres cselekvéseket hajtok
végre, mint példaul fej vakaras, konyoklés az asztalon. Az igy Ujra tanitott modell képes
lesz elkiiloniteni néhany esetben a nem jeleléshez tartozé mozgasokat, viszont problémaja
lesz az olyan esetekkel, mikor a mozgasa sordn, bar nem jelel, mégis felvesz olyan
poziciokat a keze, melyek megfelelnek egy-egy kategorianak. Nem elég tehat a statikus
pillanatfelvétel a feladat elvégzésére. A tovabbi fejezetek részletesen foglalkoznak olyan
modszerek kialakitasaval, amelyek képesek kezelni ezt az elvi lehetdséget is, adok

azonban egy ideiglenes megoldast is:

A javaslat egy masik kiegészitd modell alkalmazasa, amely binaris klasszifikaciot
hajt végre minden id6pillanatban, a jelelés tényének megallapitasara. Bemenete az elmult
n db iddpillanatb6l szarmazd informacidmorzsa is. Adatként ingyenesen elérhetd
videokat hasznaltam fel, melyeket leroviditettem, hogy csupdn a tényleges jelelést
tartalmazzak. A jelelést nem tartalmazo video kialakitasa kissé nehézkesebb, mert nagyon
sok lehetséges elfoglaltsag, ¢és mozgaskombinacio létezik. Valasztas soran olyan
szemlélettel kerestem a negativ kategdriaba videokat, melyek iilé pozicidban, esetleges
konferenciahivas alkalmaval fordulhatnak eld. Ebben a feladatban méar felhasznaltam a
testpdz approximacids modelleket is, ugyanis mint azt mar korabban emlitettem a jelelés
egy bizonyos testtartds pozicidban szokott torténni, €s ennek €szlelésére hasznos lehet a
kezeken kiviil mas adat is. Az eléfeldolgozési 1épések megegyeztek a klasszifikacios
modell esetében alkalmazottakkal. Az n paramétert, mint a bemeneten szerepld elmult
képkockak szama, empirikus modon hangolva 15 -nek allapitottam meg. A modell
architektirajahoz LSTM (Long Short term memory) elemeket hasznaltam fel. A
tanulmadny nem  foglalkozik, ezen modell optimaliziciojaval, de a
szekvenciafeldolgozéssal kapcsolatos mély tanulasi apparatus lehetdségeit egy késébbi

fejezet kiilon targyalja.

Az eddig targyalt 6sszetett modell bettizést képes felismerni. Masodpercenként 30
képkocka esetén 30 megfejtett betli keletkezik. Ha ezeket szavakka akarjuk 6sszefiizni
elég eltarolni az el6z6 megfejtett betiit, majd csak a kovetkezo ettdl kiilonbozot bevenni

a megfejtések kozé. Ujjbetlizést legtobbszor dsszefliggd kifejezésekre alkalmazzak, de
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el6fordulhat, hogy kiilon akarjuk valasztani a szavakat. Ideiglenes megoldasként a szavak

hatérait a jelelés pillanatnyi sziineteltetése jelenti.

4.4.3 Hibak korrekcidja nagy nyelvi modellekkel

Az eddigiekben nem esett sz0 a j €s z betlikrol. Ezek ugyanis mozgast igényelnek,
és statikus képekbdl nem kiilonithetéek el az i és d betiikt6l. Ezeket a jeleket a modell
tervezett modon el fogja rontani, igy sziikséges egy ujabb kiegészitd algoritmus vagy
modell, ami korrigalja 6ket. Els6 oOtletként lehetséges megfigyelni az elmult néhany
képkockan a kezek mozgésat, és ez alapjan megkiilonbdztetni az eseteket. Ez az amerikai
jelnyelv esetében miikddhet, de korant sem egyszeriien éaltalanosithaté mas nyelvekre,
ahol esetleg jelentdsen tobb a mozgast igényld jel. Tovabbi gond, hogy a szavakat is

betlizé modell jelenleg nem tud dupla betiiket adni a kimenetén.

Szoveges tartalmak javitasara alkalmazhatdak a nagy nyelvi modellek képességei.
Bemenetként egy empirikus modon kialakitott utasitas (prompt) szolgal, mely a modellt
arra utasitja, hogy javitsa ki a fent emlitett hibakat. Az irodalom ezt zero-shot learningnek
nevezi, ilyenkor gyakorlatilag egyetlen utasitasbol ,,tanul” a modell mindenféle példa
ismerete nélkiil. Egy fokkal kifinomultabb moddszer a few-shot learning, amely soran
példakat is elhelyeziink a prompt-ban. Ez gyakran segit a kimenet megfeleld

strukturaltsaganak kialakitasaban is.
Négy kategoriaban fogalmaztam meg promptokat:
1. Asszisztens szerepben felkérés a korrekciora.
2. Asszisztens szerep, explicit jelezve, hogy helyes szavak is lehetségesek.
3. Kontextus felhasznalasa. (pl.: allatok témakore)

4. Altalanos kontextus injektalas a promptba. (E16z6hoz képest zero-shot,

hiszen elére nem ismert a témakor, amiben példakat adhatnank.)

A masodik esetben az explicit utasitds a helyes szavak jelenlétére, jelentdsen
rosszabb eredményt ér el. Gyakran nem valtoztat az egyértelmiien rossz kifejezéseken,
még akkor sem, ha példaként felsorolasra keriil a promptban. Az utolso két esetben jobb
teljesitmény érhetd el, foleg, ha tobb lehetséges megoldas is 1étezik, hiszen a témakort

megadva szilikithetd a megoldashalmaz.
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Ez az algoritmus rendkiviil koltség hatékony lehet egy kiilsd nagy nyelvi modell
szolgaltatas igénybevételekor, hiszen sok fejlesztési id6t nem igényel, konnyen
adaptalhatd egyéb hibak javitdsara is, nem beszélve mas jelnyelvek integracidjarol.
Hatrany viszont, hogy semmi féle mindségi garanciat nem vallal a kimenet helyességére,
valamint, ha tobb nyelvtanilag is helyes megoldas 1étezik, nem lehet eldonteni melyiket

jelelte a felhasznalo.

4.4.4 MediaPipe poz felismerés kiegészitése

Mint azt mar korabban is emlitettem, ha a bemeneti kép mas képaranyu, a detektalt
kezek koordinatai elnyultnak torzitottnak tinhetnek egymdshoz képest. Ezt egyszerii
modon ki lehet kiiszobolni a kezek kivagasaval, majd a kis méretii kép feldolgozasaval
az apin keresztiil. Ekkor teljesen kozombos, hogy a felhasznalé milyen tavol, vagy a
képernyd mely szegletén helyezkedik el, minden kivagott képen ugyanolyan aranyban

fognak latszani a kezek, €s igy a felismert kulcspont koordinatdk is hasonléak lesznek.

4.5 Ertékelés

A kialakitott modell, és algoritmikus apparatus alkalmas kiilonallo szavak
betlizésére, és korlatok kozott osszetettebb kifejezésekre is. A kiilonb6z6 adathalmazok
kombinaciojaként el6allo robosztus tanité adatmennyiség alkalmas a modell olyan szintli
betanitasara, hogy ismeretlen fényviszonyokban, valtozo kézméretii alanyok, a kameratol

eltérd tavolsagbol is kényelmesen hasznalni tudjak.

Izolalt karakterek felismerésére tokéletes megoldds lenne, ha nem léteznének
mozgast igényld gesztusok, illetve a szdmokat bevonva identikus kéztartast hasznalo
jelek. Szavakka vald 0sszefiizés esetén ugyan bizonyos mértékig lehetdség nyilik ezen
pontatlansagok korrigalasara, de a jelek kozotti valtasokbol adodo hibak korrekcidjara
kialakitott csuszo ablak méreténél fogva egy koriilbeliil 1 masodperces késleltetést rak a
rendszerre karakterenként. Ez kezdOk szamara nem feltétleniil probléma, de halado
jelelok képesek ezzel 6sszemérhetd 1d6 alatt jelelni, illetve egyesek akar gyorsabban is,
ami kellemetlenségeket okozhat. Ez a probléma feloldhaté lenne, ha a modellek
bemeneteként nem csak egy képkockardl szarmazo adat kertilne, hanem egy bizonyos
ablakméret keretein beliil a multbéli képekrdl is allna rendelkezésre informacid. A

tovabbi fejezetek ilyen modellek kialakitasaval foglalkoznak.
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5 Ujjbetiuizés szekvencialis bemenetbol

A jelnyelv-felismerés teriiletén a statikus képkocka-alapu moédszereken tul a
szekvencialis adatokbol torténd felismerés is jelentds szerepet tolt be. Ez a modszer nem
egyetlen pillanatfelvétel alapjan probalja megfejteni a gesztusok jelentését, hanem az
egymas utani sorozatukat elemzi. A szekvencidlis modszerek képesek felfogni a
mozdulatok kozotti atmeneteket, ami kiilondsen fontos azoknal a jeleknél, amelyek
hasonlo6 alapmozdulatokkal kezdddnek, de eltérd befejezd mozdulatokkal végzédnek. Az
egymas utani képkockak elemzése lehetdvé teszi, hogy a rendszer érzékelje a mozdulatok
iranyat és sebességét, ami a statikus képkockakban nem lenne lathatd, igy biztositva a
kifinomultabb jelentésatadast, ahol az atmenetek és a mozdulatok sebessége, ritmusa

vagy dinamikdja is hozzajarul a jelentéshez.

Osszességében a szekvencialis adatokbol dolgozé modszerek egy mélyebb és
arnyaltabb megértést kindlnak a jelnyelv és az ujjbetlizés dinamikus aspektusairdl, és
azokrol a finom részletekrdl, amelyek a kommunikéacié soran kulcsfontossdguak
lehetnek. Ezen fejezet célja egy olyan moddszer kialakitasa, mely képes a dinamikat
igényld jelek (j, z), valamint az egyezd kéztartast igényld betll és szdm parosok

megkiilonboztetésére mindezt novekedett sebességgel a statikus modszerekhez képest.

5.1 Adathalmaz

Az adathalmaz egy Google altal meghirdetett Kaggle versenybdl szarmazik [31].
A Kaggle egy online platform, amely adattudomanyi versenyeket szervez, és lehetové
teszi a felhasznalok szamara, hogy kollaborativ médon osszdk meg egymassal
adathalmazaikat. A verseny célja az Amerikai Jelnyelv (ASL) ujjbetiizésének észlelése
€s szoveggé torténd forditasa volt. Az adatok tobb mint harommillié ujjbetiizott karaktert
tartalmaznak, amelyeket tobb mint 100 siket jelnyelv-hasznald készitett okostelefon
kameraval, kiilonféle hattér és vilagitasi feltételek mellett. Ez az ujjbetiizés teriiletén

elérhetd legnagyobb pdz adathalmaz.
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A jeleloknek szoveget mutattak, amely nagybetiiket is tartalmazott. A legtobben

ezt nem kozvetitették, de néhany minta azonban tartalmaz ezzel kapcsolatos technikakat:
e (Gorbe-L kézformat hasznalva a nagybetiis betii elott.

e A nagybetiiket fizikailag magasabban helyezve el a térben, mint a

kisbettiket.
e Betli kézformajanak megrazasaval jelezve.

A készit6 sajnos a cimkéken erre utald informaciot nem helyezett el, igy a sajat

megoldasomban erre nem térek ki.

Frame O Frame 1 Frame 2

Frame 3 Frame 4 Frame 5

Példa az adathalmazban talalhaté szekvenciakra.

Két kiilonboz6 verzio érhetd el az adathalmazon beliil. Az egyikben linkek, cimek
telefonszamok jelelt felvételei talalhatoak. A masik Osszefliggd szoveges mondatokat
tartalmaz. E16bbi jobb mindségii, ezért a tanitast ennek 80%-an végeztem, a maradék 10-
10%-ot pedig validacios €s teszt célokra tettem félre, tovabba sz 0sszefliggd szoveges

adathalmazon is végeztem teszteket a betanitott modellekkel.

Tanitas eldtt megvizsgaltam a szekvenciak, illetve a hozzajuk tartozoé kifejezések
hosszat karakterben. Az eredmények meglepdek: kiugrdéan sok esetben talaltam olyan

sorozatokat, melyek kiillonosen rovidek voltak, illetve egyesek pedig rendkiviil hossziak.
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Az adatok vizualis megjelenitésével arra a megéllapitasra jutottam, hogy sok felvételen
hianyzik a részletes kézmodell eredménye. Ennek oka lehetséges, hogy a felvételek soran
hasznalt telefonok nem tudtak minden esetben a jobb mindségii poz felismeré modellt
futtatni, csak a telefonra optimalizalt valtozatat, illetve, hogy elérték azt a jelelési
sebességet, amit az api mar nem tudott minden képkockan lekezelni. A valos indok
balladai homalyban marad, de bizonyara az adatgytijtés soran keriilt a bizonytalansag a
rendszerbe. Ha a felvételeken nincs megfeleld mennyiségli kéz adat, akkor nem all
rendelkezésre elég informacio a jelek megallapitasara. Az ilyen esetek kisziirésére egy
heurisztikat alkalmaztam, melynek 1ényege, hogy legalabb kétszer annyi képen kell jelen

lennie részletes kéz pozicié adatnak, mint amilyen hosszu a jelelt kifejezés.

Kifejezések hossza (Max: 31) Szekvenciak hossza (Max: 807)
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Szekvencidk hossza heurisztika alkalmazésa utédn (Max: 807)
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ASL Kaggle adathalmaz szekvencidinak statisztikaja.

Tovabbi fontos tervezdi dontés a sorozatok hosszanak megallapitasa. Ez a késdbbi
pontokban leirt modellek technikai kialakitasa, valamint az optimalis tanitasi id6 elérése
érdekében sziikséges. A meghatdrozottnal rovidebb sorozatokat egy semleges (padding)
értékkel egészitjiik ki, a megvaldsitdsomban nullakkal minden dimenzidban. Ha tl rovid
a szekvencia méret, akkor a modellnek nem lesz elég informacidja sok esetben a kimenet
megallapitdsara, ha viszont tul husszl, a rovidebb sorozatok nagyrészt csak padding

értekeket fognak tartalmazni, és igy a modell feleslegesen tanul az adaton, nem beszélve
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a megndvekedett memoria €s tanitasi idé komplexitasrol. A kisérleteim soran, valamint
az adat statisztikai vizsgalata alapjan a valasztdsom a 256-os méretre esett. Ez az érték a
legkdzelebbi ketté hatvany a szekvenciahosszak vonatkozasaban szédmolt 80-90
percentilishez. Kisebb értékek esetén a modellek jelentésen rosszabbul teljesitettek,

nagyobb értékek esetében pedig elenyészd volt a tobblet eredmény.

Az adatokat eléfeldolgozéasanal két dologra koncentraltam. Az egyik a dominans
kéz kivalasztasa, mivel az 0sszes jelhez csak az egyik kézre van sziikség. Ez egyszeriien
megvalosithatd az ismeretlen értékek kiszamitasdval a két kézre kiilon kiilon, majd
dominansnak a tobb adatot tartalmazo kezet valasztva. A bal kezes adatokat tovabba y
tengely mentén tiikroztem, hogy egységesen jobb kezes reprezentaciokbol dolgozzon a
modell. A masik fontos 6tlet, hogy a kezeket kiilon normalizaltam a p6z adatoktol. Ez

jelentdsen segitett az eredmények terén.

5.2 Modellek

A feladatban folyamatos jelelést kell szoveggé alakitani. Ez egy szekvencia-
szekvencia feladat, ahol mind a bemenet, mind a kimenet egy folyam. A feladat sokban
hasonlit a hagyomanyos forditashoz, azzal a kivétellel, hogy a be és kimeneti szekvencia
reprezentacidja, és felépitésre itt merdben kiilonbozik. Ennek ellenére egy az altalanos
nyelvforditas teriiletén gyakran alkalmazott encoder-decoder architekturat valasztottam a

feladat megoldasara.

5.2.1 Encoder-Decoder architektura

Az encoder-decoder modell egy olyan neuralis halozati struktura, amely a
természetes nyelvfeldolgozds (NLP), az iddésoros predikcid, ¢és mas feladatok
megoldasara szolgal. Az ilyen modell két {6 részbdl all: az encoderbdl és a decoderbdl.
Az encoder feladata, hogy magas dimenzidés bemeneti adatokat alacsony dimenzids
reprezentaciova alakitson. Ezt az alacsony dimenzids reprezentaciot altalaban latens
térnek nevezik, amely segit az informacid tomdoritésében €s az esszencialis jellemzok
megtartasaban. Az encoder halozat tehat a bemeneti adatokat elemzi, és egy
kontextusvektort hoz létre, amely tartalmazza a bemeneti adatok alapvetd informacioit.
A decoder ezt a vektort veszi alapul, és kisérli meg rekonstrualni vagy eléallitani a kivant
kimeneti adatokat. A decoder egy masik neurdlis halozat, amely a kontextusvektort

hasznalja, hogy a kimeneti adatokat 1étrehozza vagy eldrejelezze. Gyakran eléfordul az
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is, foként forditasi feladatokban, hogy a decoder tobb részletben fejti meg a kimenetet,
példaul betlinként, vagy szavanként. Ilyenkor a kontextus vektor mellett a bemenetén
megjelenik az el6z6 kimeneteinek Osszege. Erre is gyakran hivatkoznak kontextus néven,
ezért a félreértések elkeriilése végett jelen irdsban az encoder kimeneteként eldallt
kontextus vektort (encoder) kontextusként, mig a decoder bemenetén megjelené multbéli
kimenetét decoder kontextusként hivatkozom. Az egységet amire felosztjuk a decoder be
¢s kimenetét token-nek nevezziik. Egy példaval élve, angol magyar forditas teriiletén
ahelyett, hogy a ,,science” szobol egy 1épésben ,,tudomany” jelenjen meg a kimeneten,
betlinként futtatjuk a decoder-t, mely megkapja a tudomany szo6 részleteit is bemenetként
a kontextus vektor mellett, és minden alkalommal csak a kovetkezd bettrdl kell
nyilatkoznia. Ez egyrészt azért elényds, mert kevesebb az Gsszes lehetséges token,
ugyanis betiib6l kevesebb van, mint tetszéleges kombinacioikbdl, igy egyszeriibb a
feladat, hiszen kevesebb kategéria koziil egyszerlibben tanul a modell valasztani.
Masrészt a decoder kontextus sokat segithet a kimenet formalasaban, vegytik példaul az
amerikai jelnyelvben a szamok ujjbetlizését: nem minden esetben egyértelmii, hogy a
jeleld a szamra, vagy a betlire gondol, hiszen ugyanaz a kéztartas sziikséges mindkettdhoz
viszont, ha telefonszamot jelel az illeté a decoder kontextusban szamok fognak
megjelenni, igy amikor bizonytalan jelhez ériink a kontextus a szdm felé billenti a
kimeneti tokenek valoszinliségét. Ez az informacio mellesleg az encoder kontextusbol is
kinyerhetd lenne kozvetleniil, de a 1épésekre bontas, egyrészt egyszerli és jol miikodd
modja a valtozo hosszasagu kimenet eldallitasanak, valamint ebben az esetben, ha csak
az encoder kontextus lenne a bemenet a decoder nem tudnd, hogy a kimenet melyik
tokenjét generalja. Sziikség van tehat a decoder kontextusra is, az encoder kontextus

feldolgozasi 1épéseinek szdmontartasara.
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Encoder-Decoder architektiura vazlata.

5.2.2 Sajat modell kialakitasa

A modell kimenete, és a decoder kontextus is szoveg, ezt viszont nem lehet
kozvetleniil a modell bemenetére helyezni. Az el6z6 alpontban felvezetett mddon
tokenekre kell bontani, és a tokenekhez szadmot rendelni, példaul kategdria index. A
feladat jellegébdl addddan érdemes az egyes karaktereket tokennek vélasztani. Egy
gyakori 1épés még az természetes nyelvfeldolgozas terén (NLP), hogy a modell megtanul
tobb dimenzios vektorokkal reprezentalni tokeneket. Ez azért hasznos, mert a modell
képes olyan vektor reprezenticiot rendelni a tokenekhez, melyek hasonlé kategoridk
esetén valamilyen tdvolsdgmetrika szerint kdzel lesznek egymashoz, nagyon kiilonb6z6
kategoridk esetén pedig pont ellenkezdleg tavol esnek majd egymastol a vektortérben.
P¢ldaul ha szavak lennének a tokenek, a ,,macska” sz vektorreprezentacioja tanulas utan
kozel lenne a ,,cica” sz6-hoz tartozo vektorhoz, viszont tdvol az ,,egér’-hez tratozotol. A
konkrét feladatban az ,,a” karakterhez tartozo reprezentacié tavol keriilhet a ,,b”-hez
tartozotol, annak ellenére hogy a kategoria indexeléskor sorban kiosztott szdmok

tekintetében egymas mellett lennének, de jeleik nem hasonlitanak.

A poz adatokat nem lehet ilyen formaban reprezentalni, de érdemes ennek

mintdjara olyan tanulhatd transzformaciot végezni rajta, ami esélyt ad hasonld
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szemantikus reprezentacio kialakitasara. Erre a 4.3 fejezetben felvezetett modon
konvolucios rétegeket alkalmaztam. Ezen rétegek az idé dimenzié mentén mintavételezik

az egyes kulcspont tipusokat.

5.2.2.1 Visszacsatolt neuralis halozatok

Egy 1épés maradt hatra, mégpedig az encoder ¢és decoder belso kialakitasa. Els6
megkozelitésben visszacsatolt (rekurrens - RNN) halo architektiurakat probaltam ki.
Ezeket szekvencialis adatok hatékony feldolgozdsahoz fejlesztették ki. A "state" vagy
"allapot" az RNN ¢és hasonld visszacsatolt architekturdk kulcsfogalma. Egy RNN-nél az
allapot egy bels6 memoria, amely informaciét tarol az eddig feldolgozott
adatszekvencidrol. Minden egyes 1épésnél az allapot frissiil az aktuélis bemenet alapjén,
¢s ez az informdacio tovabbitodik a kovetkezd 1épésbe. Ezen keresztiil az RNN képes
"emlékezni" a korabbi 1épésekre és figyelembe venni a multbeli informéaciokat a jelenlegi
dontések soran. Elény, hogy ugyanaz az RNN képes feldolgozni kiilonb6zd hosszisagi
szekvencidkat, de a hosszl tavl fliggdségek tanuldsa nehézkes lehet az egyszerit RNN

modellek szamara. Harom féle verziot probaltam ki [32]:

1. A SimpleRNN, ahogyan a neve is sugallja, az RNN modellek egyszerii
valtozata. A {6 jellemzdje, hogy képes "visszaemlékezni" az el6z6 1épések
informaciodira. Minden 1épésnél az aktudlis bemenet és az el6z6 1épésbdl
szarmazo informacid alapjan dontést hoz. Ennek ellenére a SimpleRNN
nehezen tanulja meg a hosszabb tava fliggdségeket az adatokban, ami
korlatozza a felhasznalhatésdgat bizonyos feladatokra. Hosszl
szekvencidk esetén gyakran el6fordul, hogy tanulds soran
(backpropagation aloritmus), a korrekcidos értékek (derivaltak)
matematikailag tal nagyra, vagy éppen tul kicsire valtoznak, igy nem tanul

a halozat. A tobbi RNN ezt probalja gatolni.

2. GRU (Kapuzott Rekurzids Egységek) A GRU egy modernizalt valtozata
az RNN-nek, amely két "kaput" hasznal a dontéshozatalban: az
ujrainditasi és a frissitési kaput. Ezek a kapuk lehetévé teszik a modell
szdmara, hogy hatékonyabban dontsén arrél, mely informaciokat kell
megoOrizni vagy eldobni az id6 sordn. Ez segit a modellnek abban, hogy

jobban kezelje a hosszabb tava informacios fliggdségeket az adatokban.
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3. LSTM (Hosszu Rovid Tavii Memoria) Az LSTM az RNN egy masik
fejlett valtozata, amely még hatékonyabban kezeli a hosszi tavu
informacios fiiggdségeket. Hairom kaput hasznal a dontéshozatalban: a
felejtési, a bemeneti €és a kimeneti kaput. Az LSTM képes donteni arrol,
mely informacidkat kell megdrizni, frissiteni vagy eldobni, ami lehetdvé
teszi szamara, hogy még bonyolultabb szekvencidlis mintdzatokat is

felismerjen €s tanuljon.

Forget gate (ht)

\X-() Input gate Outpult gate (
RNN ' LSTM . GRU

Visszacsatolt neuralis halozat épitéelemeinek vazlatos felépitése.

A sajat modellben az encoder-ben elhelyezett visszacsatolt réteg szekvencialisan
feldolgozza a bemenetet. A réteg kialakult belsd allapotaval inicializalva a decoder RNN
rétegét, annak informdacioja lesz az encoder kontextusarol. A decoder bemenetére pedig a
kimenet egyre hosszabb részletei keriilnek. Tovabbi lehetdség van arra is, hogy tobb

réteget helyezziink el lancolva egymas utén.

5.2.2.2 Transzformer modellek

A transzformerek a mély tanulasban egy forradalmi architekttra tipus, amely az
"Attention is All You Need" cimii cikkben [33] jelent meg 2017-ben, és melyet eredetileg
szoveges adatok feldolgozasara terveztek. Lényege az ugynevezett figyelem
mechanizmusban (attention) rejlik, ami lehetévé teszi a modell szamara, hogy az egész
adatszekvenciara sulyozottan figyeljen, nem csak az aktudlis vagy kozvetleniil el6zo
1épésekre, tovabba tobb parhuzamos ,.fejet” is tartalmazhat a figyelmi mechanizmus
(multihead attention), ilyenkor kiilonb6zd aspektusait tanulja meg megfigyelni az

adatnak.

A transzformerek nem rendelkeznek beépitett moddszerrel a szekvencialis
bemenetek sorrendjének figyelembevételére, ellentétben az RNN-ekkel, amelyek

szekvencialisan dolgozzdk fel a bemeneteket. Emiatt van sziikség a pozicionalis

46



kodolasra (positional encoding): hogy informaciot adjon a modellnek az egyes elemek
pozicigjardl a szekvencidban. Ezt a kodolast tigy adjak hozza a bemeneti vektorokhoz,
hogy az ne torzitsa az eredeti adatokat, de mégis informaciét adjon a modellnek az elemek

sorrendjérol.

A transzformerek nem csak encoder-decoder formaban léteznek, 1étezik még
ugynevezett encoder only (BERT), és decoder only (GPT) valtozata is, ezek arra épiilnek,
hogy ki lehet tgy alakitani mind az encoder, mind a decodert, hogy egymas utan
kapcsolhatd legyen. A tanulmdnyban vizsgalt modellt az eredeti 2017-es tanulmany
alapjan alakitottam ki. Ebben az encoder és decoder figyelmi mechanizmust alkalmaz a
bemenetére, valamint a decoder az encodert6l kapott kontextus vektorra. Figyelmi
mechanizmusként multihead attention-t hasznaltam, 4 fejjel egységesen, valamint 2

encodert ¢€s 4 decodert talaltam optimalisnak a feladatra.
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»Attention is all you need” [33] tanulmanyban bemutatott transzformer modell architektiraja.
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5.2.3 Tanitas

5.2.3.1 Teacher forcing

Amikor soros adatokon alapulé modelleket tanitunk (példaul szovegfelismerés
vagy forditas esetén), az eredeti megkozelités az, hogy a modell altal az el6z6 1€pésben
eléallitott kimenetet hasznaljuk fel bemenetként a kovetkezd 1€pés predikcidjahoz. A
gond ezzel a megkdzelitéssel az, hogy a tanitas soran a modell hibaja 6sszeadddhat, mivel
minden lépésbeli hiba hatdssal van az Osszes kovetkezd 1épésre. A "teacher forcing”
technika itt jon képbe. Az Gtlet az, hogy a tanitas soran a valddi célbemenetet hasznaljuk
fel bemenetként a kovetkezd 1€pés predikciojahoz, nem pedig a modell altal az el6zd
1épésben elBallitott kimenetet. gy a modell gyorsabban és hatékonyabban tanulhat.
Példaként vegyiink egy egyszerii forditasi feladatot, ahol a bemeneti mondat: "I am
learning" és a célmondat (forditas): "En Tanulok". Ha nem hasznalunk "teacher forcing"-
ot, és a modell az els6 sz6 utan nem megfeleld predikciot ad (példaul "Te"), akkor ez a
hiba befolyéasolhatja a kovetkezd predikciokat is. "Teacher forcing" hasznélataval
azonban a masodik szé predikciéjahoz kozvetleniil az "En Tanulok" elsé szavét, azaz
"En"-t hasznaljuk bemenetként, fiiggetleniil att6l, hogy a modell milyen predikciot adott

az els6 szora.

5.2.3.2 Metrikak és egyéb hiperparaméterek

A bemeneti adatok, mint péz szekvenciak, illetve hozza tartozo szévegek nem
egyforma hosszusaguak, viszont tanitas soran nem egyesével keriilnek feldolgozasra,
hanem csoportositva (batch). A szekvenciak mindkét esetben ki vannak egészitve egy
maximalis méretre, hogy méreteik mind egyformak legyenek. Ezért a tanitds soran
hasznalt hibafliggvénynek, illetve taldlati ardny (accuracy) fliggvénynek is egy maszkolt

verzidjat hasznéaltam, amik ignoraljak a kitolto (padding) karaktereket.

Optimalizaloként az ,,adam” algoritmust alkalmaztam testreszabott tanulési
rataval (learning rate). Az alkalmazott mddszer a ,,warmup and decay” algoritmust koveti.
A tanulds elején, amikor a modell sulyai teljesen véletlenszertiek, til nagy lépések a
sulyok frissitésében instabilitast okozhatnak. A warmup periddus alacsony tanulasi
rataval kezdddik, igy a modell lassabban alkalmazkodik a kezdeti id6szakban, megeldzve
a divergenciat. A tanuldsi ratdt fokozatosan csokken (decay), a tanulas késébbi
szakaszaiban megakadalyozva, hogy a modell talsagosan alkalmazkodjon a tanitd

adathalmazhoz. (overfitting) Az RNN halozatoknal ,,linear warmup cosine decay”-t, a
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transzformereknél pedig az ,,Attention is all you need” [33] tanulmanyban ajanlott ,,linear

warmup inverse squareroot” formulat hasznaltam.

Linear warmup - Cosine decay
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Tanitas soran felhasznalt tanulasi rata abrazolasa a tanitasi 1épések fiiggvényében.

A tanitast a tanitd adathalmaz 80%-an végeztem, 10%-4an validaltam, és 10%-an

teszteltem. A verseny soran hasznalt teszteld adathalmaz nyilvanosan nem elérhetd, ezért

a korabban mar emlitett kiegészitd (supplemental metadata.csv) adathalmazt hasznaltam.

A vizsgalt metrikak: Levenshtein tavolsag (LEV), Word error rate (WER), Character

error rate (CER), tovabba a kimenet generdlasat Teacher forcing (TF) mddszerrel, és a

modell sajat kimenetét kumulalva is elvégeztem, igy mindegyik metrikabol 2 verzi6 is

elérhetd. A legjobb eredményt a transzformer architektirak érték el.

Modell/Metrika LEV LEV TF WER WERTF | CER | CERTF
simpleRNN 18.690 12.030 1.000 1.022 |1.077| 0.681
GRU 7.370 3.605 0.808 0.737 |0.375| 0.184
LSTM 8.655 4.280 0.871 0.796 |0.456 | 0.220
transformer PE 3.150 1.940 0.663 0.615 |0.174| 0.111
transformer 0.995 0.445 0.244 0.221 10.054| 0.024

Modellek teljesitménye a tanité adathalmaz tesztelési célokra elkiilonitett 10%-an.

Modell/Metrika LEV LEV TF WER WER TF | CER | CER TF
simpleRNN 27.900 22.495 1.000 1.000 |1.000| 0.807
GRU 19.665 18.570 1.000 1.000 |0.704 | 0.664
LSTM 20.500 19.430 0.999 1.000 |0.733| 0.693
transformer PE | 11.780 9,725 0.990 0.967 |0.418 | 0.345
transformer 13.245 10.075 0.994 0.974 |0.472| 0.359

Modellek teljesitménye a kiegészité adathalmazon.
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5.3 Kiegészito algoritmusok

A modell eredményének valos kornyezetben torténd hasznalatdhoz, a 4.4
fejezetben targyaltakhoz hasonloan, sziikség van olyan algoritmusokra, melyek ki tudjak

szlirni, valamint elére tudjék jelezni az esetleges hibéakat.

5.3.1 Rovid szekvenciak forditasa.

Ennek Iényege, hogy az egyes betiiket, probaljuk meg forditani. Ehhez a modell
bemenetére Az utolso, csuszoablaknyi poz informacié keriil, valamint nem a teljes
kontextust kapja meg, hanem az utolsé n megfejtett karaktert. Az intuicio az, hogy ha a
modell megtanulta a karakterek jelelését, akkor izolalt modon is képes néhanyat
megfejteni. A modell jol miikkddik olyan esetekben, ahol a bemeneten szigoruan csak
jelelés van, és nincs kezdd, vagy végso sziinet, amikor a kezek esetleg nem is latszanak.
Ennek oka valosziniileg a tanitd adathalmazban keresendd. A beldliik gyéartott
animaciokat elnézve nagy szazalékukban a jelelés rogton a felvétel inditdsa utan
kezdddik. Feltételezem, hogy instrukcidba volt adva az adatok gytjtésekor ez a
viselkedés, vagy utolag kivagtak a felvételek érdemi részét. Ez kikiiszobdlhetd egy masik,
jelelést detektald modell hasznélataval, de nem oldja meg a tényt, hogy elég érzékeny a
kialakult 0sszetett modell a cstiszoablak, valamint a bemeneti kontextus (n) méretére.
Ennek oka egyszerli, kiilonb6z0 tempoban jelelnek az emberek, igy nem egyforma
mennyiségli pdz adat keriil a bemenetre. Tovabbfejlesztési lehetdségként emlitem meg,
hogy feltételezhetéen lehetséges egymast kovetd felvételekrdl a kéz sebességének, és
egyben a jeleld gyakorlatisaganak megallapitasa, valamint ezen adatok Osszefliggésbe

hozasa a paraméterek értékével.

5.3.2 Hosszu egybefiiggé szekvenciak forditasa

Hasonlo6an a tanit6 adatokhoz, bevar egy hosszabb egybefiiggd szekvenciat, majd
egyben forditja le. Figyelembe veszi a modell magabiztossagat, és paraméterben
szabalyozhato, milyen értékt6l adhatdé a modell kimenete a kontextushoz. Sokkal
pontosabb, €és jobb mindségii forditasokat ad ez a modszer, azonban van egy hatuliitdje:
a modell architektirdja miatt a maximalis szekvencia méret tanitasi idoben elddl. Ha
hosszabb szekvenciakat szeretnénk forditani valamilyen médon darabolni kell azokat,

ami kis mértékben visszavetheti a teljesitményt. Jelelést detektalo modellel vald
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kombinéciot is kiprobaltam, ilyenkor csak azon adatokat gytjtjik egy pufferbe majd

forditjuk, melyeken jelelés torténik. Ez a modszer rosszabb eredményeket hozott.

5.4 Ertékelés

Osszességében jelentds elérelépést értem el az Amerikai Jelnyelv ujjbetiizésének

felismerésében és forditasaban a transzformerek ¢€s kiegészito algoritmusok segitségével.

A modell felépitésében az encoder-decoder architektira és sajat fejlesztési
megoldasaim egyiittes alkalmazdsa volt a kulcs. A dominans kéz kivalasztasa és a kezek
normalizalasa a pdzadatokhoz jelentésen hozzajarult az eredmények javuladsdhoz. A sajat
fejlesztésii részben a konvolucios rétegek és a visszacsatolt neuralis haldzatok, valamint
a transzformerek alkalmazéisa lehetdvé tette a modell szdmara, hogy hatékonyabban
dolgozzon az idében valtozo jelekkel. A feladatra legjobbnak a transzformer architektriiat
talaltam, meglep6 modon positional encoding nélkiil. A tanitasi folyamat soran
kiilonb6z6 hiperparaméterek €s tanulasi stratégiak, mint példaul a "teacher forcing" és a
"warmup and decay" algoritmusok, valamint a maszkolt hibafiiggvény alkalmazasa
szintén eldsegitették a magasabb teljesitményt. Végezetiil a valds videdkhoz vald
alkalmazkodast segitd kiegészitd algoritmusok bevezetése azt mutatja, hogy a modell
nemcsak a teszt adatkészleteken, hanem valds koriilmények kozott is jol teljesit.
Osszességében ezek az innovaciok és optimalizalasok javitottdk a teljesitményt az

ujjbetiizés felismerésében és forditasdban.

Rovid szekvenciikat fordité modell kiprobalasa professzionalis jeleléssel.

(A jelelt sz6 a ,,bear” vagy medve.)
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6 Altalanos jelnyelv forditasa, Kitekintés

Az ujjbetizés ¢és a jelnyelvi forditas kozotti kiilonbségek megértése
elengedhetetlen azok szamara, akik a siket és nagyothalld kozosségekkel szeretnének
kommunikalni. Az ujjbetiizés, amelyet gyakran kézabécének is neveznek, az egyes betiik
kézmozdulatokkal valé dbrazoldsara épiil. Ez a mddszer kiilondsen hasznos lehet egyes
szavak, kiilonosen a nevek és a specidlis szakkifejezések pontos kozvetitésében,
amelyeknek nincs meghatarozott jele a jelnyelvben. Ezzel szemben a jelnyelvi fordités
joval Osszetettebb és gazdagabb kommunikaciés forma. A jelnyelvek teljes értékii
nyelvek, melyek sajat szintaktikai és morfologiai szabalyokkal rendelkeznek, és nem
csupan a beszé€lt nyelv szo szerinti atiiltetései. A jelnyelvben a jelek, arckifejezések,
testtartas és a térbeli elhelyezkedés 0sszjatéka adja 4t az iizenet teljes tartalmat €s érzelmi
mélységét, ami lehetvé teszi a bonyolult és arnyalt kommunikaciot, ami messze tilmutat

az egyszeru sz6-szora torténd forditason.

Az ASL-ben nagysagrendileg 10000 jel 1étezik, melyek nagy része dinamikat is
igényel, igy a statikus modszerek altaldnosan biztosan nem alkalmasak a feladat
megoldasara. Az egyetlen megoldas tehat, hogy szekvencialis bemenetb6l dolgozzunk.
Ha pedig folyékony jelelést akarunk forditani, akkor a feladat, hasonloan az el6z6
fejezetben targyalt dinamikus ujjbetiizéshez, egy szekvencia-szekvencia algoritmust
igényel. A potencialis megoldast az el6z6 fejezetek alapjan egy modositott transzformer
modellben latom. Persze mig az el6z0 feladatban tokenként a betiik, és szamok szolgaltak,
addig altalanos jelnyelvben célszerli lehet az egyes jeleket kimeneti egységként
megjeldlni. Ehhez persze joval nagyobb méretli €s komplexitasit modellekre van sziikség,
valamint a feladat nehezedése miatt még tobb adatra, mint az el6zd fejezetekben.
Péarhuzam vonhat6 a nagy nyelvi modellek, és a ,,nagy jelnyelvi modellek” kozott. E1I6bbi
esetben a tanito tokenek szama sok esetben a trillios nagysagrenddel vetekszik, mig csak
viszonyitasi alapként az 5.1 fejezetben bemutatott szekvencialis ujjbetlizés adathalmaz
csupan 3 milli6 tokent tartalmazott. Véleményem szerint ez a hatalmas szakadék szab

gatat jelenleg a teriilet fejlédésének, és nem a megfeleld algoritmusok hidnya.

6.1 Hagyomas jelelés

Mivel éltalanos jelelésre, ahol keverve van ujjbetiizés, valamint altalanos jelelés

is, nincs elérhetd p6z adathalmaz ezért, hogy a hagyomanyos jelelés se maradjon ki a p6z
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felismerésen alapuld modszerek vizsgalatabol, egy egyszeribb feladaton keresztiil
vizsgalom meg. Az egyszerisités abban nyilvanul meg, hogy egy szekvencia biztosan
egy jelhez tartozik. Ez er6s lazitasa az eredeti feladatnak, de az bizonyithato vele, hogy

jelentdsen nagyobb szamu kategoria is felismerhet6 a pdz adatokbol.

6.1.1 Adathalmaz

Az adatforras az 5.1-ben bemutatott szekvencialis ujjbetlizés adathalmazhoz
hasonloan egy a Kaggle platformon meghirdetett versenybdl szarmazik. [34] Nagy
kiilonbség viszont, hogy a szekvencidk jelentds része rovid, igy amikor csoportositjuk
Oket (batch), akkor sokkal tobb kitoltd, padding érték fog szerepelni a tanitasi

szekvencidkban.

Length of sequences (Max: 311)

300 -

250 A

200 1

150 1

100

50 A

0- - . . . .
0 50 100 150 200 250 300

Kaggle ASL Isolated signing adathalmaz statisztikai elemzése.

6.1.2 Modell architektura

A vizsgalt architektara Hoyeol Sohn gy6ztes modelljének leirasa alapjan késziilt.
[35] Az alap otlet, hogy a bemeneti szekvenciabdl allitsunk el6 egy kontextus vektort. Az
5.2.1 fejezetben targyalt encoder-decoder modellek encoder részei is pontosan ezt a
feladatot hajtjak végre. Ebben a feladatban azonban a kontextus vektort a decoder helyett
egy mas felépitésii klasszifikaciora kialakitott halézatba vezetjiik. Amiben tijat mutat
Hoyeol Sohn megoldésa, hogy egymas utan pakolt encoder rétegek helyett, konvolucid
blokkokat hasznal, hatékony csatorna figyelmmel (Efficient channel attention - ECA)

otvozve. Az ECA egy olyan figyelemalapti mechanizmus, amely célja a konvolucios
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neurdlis halozatok (CNN-ek) hatékonysaganak és teljesitményének javitasa azaltal, hogy
kiemeli vagy elnyomja a kiilonb6z6 csatorndk jellemzdit. Ez a kordbban emlitett jelentds
mennyiségii padding érték miatt rendkiviil elénydsnek bizonyult. Tovabbi elénye, hogy
hatékonyabb és gyorsabb, mint a klasszikus figyelmi mechanizmus alapti megoldasok.
Ez a megoldas gyakorlatilag egy kiilonleges embedding rétegként szolgdl a poz

szekvenciak feldolgozasara.

A sajat megvalositasban a modell képes Hoyeul Sohn modelljéhez hasonld
teljesitményt nyujtani pontossag terén. Sajnos a teszt adathalmaz nem publikus, igy
pontos dsszehasonlitas nem lehetséges. Ezen kutatas folytatasaként érdemes lenne tobb

modellt fejleszteni, ¢s a teljesitményeket 6sszehasonlitani, egy fiiggetlen adathalmazon.
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[/ Sajat alkalmazas

Teljes applikacié megvalodsitas a statikus €és a szekvencialis adatokbol torténd
ujjbetiizéshez késziilt. Ezek a programok pythonban futnak, desktop kornyezetben. A
legnagyobb kihivds az ilyen mesterséges intelligencia jellegli alkalmazdsoknal a

modellek kezelése.

= PhotoRoom

Pillanatkép a MediaPipe Holistic modell tesztelése soran.

7.1 Szerializalas

A fejlesztés soran a Google altal fejlesztett Tensorflow keretrendszert hasznaltam.
A tanitas végeztével a modelleket perzisztensen tarolni kell. Tensorflowban ehhez harom

kulcsfogalmat kell érteni:

Meghatarozza a modell szerkezetét, beleértve a rétegek:
a. Tipusait (pl.: Dense, Konvolucios, LSTM stb.)
b. Szamat
c. Beallitott paramétereit (pl.: neuronok szdma egy Dense rétegben)

d. Modell topoldgia, avagy milyen sorrendben kapcsolddnak

egymashoz a rétegek.

2. Silyok, melyek eredetileg random paraméterek, de tanitas soran optimalis

értekek fele konvergalnak.
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3. Végrehajtasi graf, amely specifikus a TensorFlow miikodési mddjahoz,
¢s a neurdlis hélozatban végrehajtott miveleteket és adataramlast
modellezi. A gratban a csomépontok a miiveletek (mint matematikai vagy
réteg-szamitasok), mig az ¢élek a csomdpontok kozott aramlo tenzorokat

(tobbdimenzids adattomboket) képviselik.

Ha a fejlesztés soran csupan a beépitett alapelemeket hasznaltuk fel. Példaul
Dense, Konvolucids, Dropout réteg, akkor lehetdség van csupan az elso kettdt elmenteni,
ez egy beépitett fiiggvénnyel meg is tehetd, majd szintén egy egyszerli hivéssal
visszatolthetd. Ha sajat rétegeket is fejlesztiink, mar nincs ilyen egyszerti dolgunk.
Ilyenkor, ha menteni szeretnénk, sziikséges a réteg szerializacios logikajat testreszabni,
¢és betdltéskor sziikséges a réteget reprezentald objektumbdl egy példany. Ez nehézkes
lehet hisz, ha a rétegnek vannak fiiggdségei azokat is hordozni kell. Az egyes verziok
kozott nem biztos, hogy garantalt a kompatibilitas. Ezen feliil komplex esetekben nem
egyszerli megvaldsitani a szerializacios logikat sem. A harmadik modszer a graf
konverzio. Amikor egy modellt ,,SavedModel” formatumban mentiink, a TensorFlow az
egész modellt, beleértve az egyéni rétegeket és fliggvényeket is, egy TensorFlow
szamitasi graffa alakitja at. Ez a graf teljes reprezentacioja a végrehajtott szdmitdsoknak,
¢és nem igényli az eredeti Python kddot a futtatdshoz. Egy hatranya van, hogy komplexebb
testreszabott modelleknél konnyti belefutni olyan hibaiizenetekbe, amiket nem egyszerti
feloldani, tehat a modszer nem annyira felhasznal6 barat. Ezt segiti a ,,tf. Module”, amir6l

részletesen a kovetkez6 (Paraméterek kezelése) szekcioban irok.

7.2 Paraméterek kezelése

A kialakitott modelleknek rengetek kiilsé paramétere van. Legyen sz6 az adatok
reprezentaciojarol, eléfeldolgozasardl, bemeneti €s kimeneti tensorok formajarol, illetve
jelentésérél. Ahhoz, hogy a szerializalt modellt hasznalni tudjuk sok inicializalo kod
sziikséges, melyet manualisan kell karbantartani és projektdl projektre hordozni. Ebben

segit a tf.Module.

A tf.Module egy alapvet6 osztaly a TensorFlow-ban, amely kiilondsen hasznos az
alacsony szintli TensorFlow funkcidok hasznalatakor vagy modellek nullardl torténd
épitésekor. Segit a valtozok és almodulok szervezésében, egyszeriisiti a mentési €s
betoltési folyamatokat, lehetévé teszi a modellkomponensek ujrafelhasznalasat, és

zokkendmentesen integralodik a TensorFlow 6koszisztémajaba. A tf.Module kiilondsen
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akkor hasznos, amikor a modellek nem illeszkednek a standard Keras paradigmakhoz
vagy amikor alacsony szintli TensorFlow funkcidkra van sziikség, mint példaul komplex
tenzormiiveletek megvalositdsdban, vagy kutatasi és kisérleti kornyezetben, ahol nagyobb
rugalmassagra vagy alacsonyabb szintli irdnyitasra van sziikség a modell épitése ¢€s

mukddése soran.

Vegyiik példaul a 5.2.2 fejezetben kifejlesztett encoder-decoder modellt. Ismerni
kell, hogy az adott modell milyen MediaPipe Holistic kulcspont adatokbol dolgozik,
hordozni kell a pontos eléfeldolgozashoz sziikséges kodot, valamint emlékezni kell, hogy
a modell mekkora bemeneti szekvenciat, illetve kontextust tud kezelni, valamint a
kimenetek szemantikajat is tudni kell értelmezni. (Példaul melyik kimenet milyen
karakterekhez tartozik.) Jo lenne egy egységes keretbe foglalni ezeket. Erre tokéletes
megoldas volt a tf.Module. A megvaldsitott architektaraban minden modell egy
tf.Module-on beliil miikodik. Utdbbin két metddus érhetd el: egy info nevii, amivel
lekérdezhetd milyen MediaPipe kulcspontokra van sziiksége. Ez alapjan irhato olyan
logika, mely automatikusan a modell szdmara befogadhat6 forméatumra hozza a
MediaPipe api kimenetét. Ez a logika is megvaldsithato lenne a tf.Module-ban, de ekkor
a modell nem lesz hasznalhaté mas pdz felismerd konyvtarral a jovoben. A masik
metoddus a predict névre hallgat, és egymagaban elvégzi a bemenet eléfeldolgozasat,
modell futtatasat (inferencia), valamint kimenetének értelmezését. A visszaadott érték
egy python string a megfeleld karakterrel, és egy hozza tartoz6 magabizotssagi szazalék.

Ez az egész objektum szerializalhat6, majd barmi féle inicializald kod nélkiil betolthetd.

@7 Asl fingerspelling demo _ a %

Pillanatkép a statikus ujjbetiizés alkalmazas hasznalata kézben.
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8 Osszegzés

A kutatasomban arra a kérdésre kerestem a valaszt, hogy alkalmasak-e a jelenleg
elérhetd poz felismerd algoritmusok jelnyelv teljes értékii forditdsara. Ehhez el6szor
megvizsgaltam néhany konkurens tanulméanyt mind a segédeszkozokkel dolgozo, mind a
hagyomanyos képfeldolgozas teriiletérdl. Részletesen foglalkoztam a pédz felismerd
modellek algoritmikus hatterével, valamint harom részfeladaton keresztiil jartam korbe

az amerikai jelnyelv forditasat.

1. Statikus ujjbetlizés témakorén beliil sikerekkel 0vezve foglalkoztam képek
felbontasanak novelésével mind hagyomanyos matematikai, mind mély
tanuldson alapuld6 modszerekkel, fekete fehér képek megszinezésével,
ezaltal képi médiumon alapuldé adathalmazokat sikeresen konvertaltam
p6z adatbézissd. Ezen feliil sajat adatbazist hoztam létre. Az egyiittes
adaton sikeriilt olyan modellt fejlesztenem, mely valtozd kornyezeti

viszonyok kozepette is képes megéllni a helyét.

2. Dinamikus ujjbetlizés terén tobb szekvencia feldolgozasra alkalmas
modell eredményeit hasonlitottam Ossze. A teljesség igénye nélkiil
megvizsgaltam a visszacsatolt neuralis hald elemekbdl képzett encoder-
decoder haldzatokat, valamint egy altalanos nyelv forditasara széant
transzformer modellt is adaptaltam a problémdara. Az eredményeket

professzionalis jelelést tartalmazo videdfelvételeken validaltam.

3. Kitekintést tettem az altalanos jelnyelv forditasara, valamint
megvizsgaltam egy modellt, amely képes 250 jel kozott nagy szédzalékban

kiilonbséget tenni.

A mesterséges intelligencia modellek tanitdsan kiviil részletesen foglalkoztam

azok ¢les kornyezetben torténd alkalmazhatésaganak fejlesztésével, valamint komplex

crcr

A dolgozat elején megfogalmazott célokat teljesitettem, hisz a megoldasaim, a
pozfelismerésen keresztiil a kéz valos fizioldgiai modelljével dolgoznak. Az Ujjbetiizés
szekvencialis bemenetbdl cimii fejezetben hasznalt adathalmazon demonstralva latszik,
hogy konnyen kezelhetd, univerzalis, informacidt jol tomoritd adathalmazokat lehet

létrehozni ilyen médon. A statikus ujjbetiizés fejezetben kialakitott képi adathalmaz
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javitasara szolgalé mddszerek bizonyitjdk a meglévd adatbazisok konvertalhatosagat. Az
elkésziilt alkalmazasok pedig valos idoben végzik a forditasi feladatokat. A tanulmany
soran fejlesztett kodom, valamint mintavideok a kész megoldasrol elérheték online a

https://github.com/dancsomarci/sign-lanquage linken.

Ugy gondolom, hogy a teriiletben rengetek potencial rejlik még. Ezt bizonyitjak
az aktivan szervezett Kaggle versenyek, ahonnan két adathalmaz is szarmazik, é¢s melyek
csupan par honapja értek véget. A poz felismerést teljes mértékben alkalmasnak tartom a
jelnyelv atfogo forditasara, és ebben latom a teriilet jovdjét. Remélhetdleg a multbéli friss
aktivitds a nagy cégek részérdl, mint a Google, aki a versenyeket szervezte, vagy az
Nvidia mérnokei, akik megnyerték, nagyban elére fogja lenditeni a p6z adathalmazok

fejlodését, és hamarosan lathatunk majd a piacon is ,,nagy jelnyelvi modelleket”.

8.1 Tovabbfejlesztési lehetoségek

Bar a kutatast sikeresnek konyvelem el, a valosag az, hogy amivel foglalkoztam
az csupan a jéghegy csuicsa. Szamos tovabbi lehetdség var még kiprobalasra, amik koziil

néhényat szeretnék kiemelni.

8.1.1 Szekvencialis adathalmazok bovitése

Mint azt mar kordbban emlitettem a tertiletet jelenleg a robosztus, nagyméretii
adathalmazok hidnya fogja vissza. Ennek tudatdban pozitivan allitom, hogy csak 1d6
kérdése lenne a jelenleg nagy népszeriiségnek 6rvendd nyelvi modellek mint4jara ,,nagy
jelnyelvi modellek” megjelenése. A probléma abban a tényben gyokerezik, hogy mig
szoveges adatforrasok az emberek interneten folytatott napi tevékenységének
koszonhetden temérdek szamban rendelkezésre allnak, a jelnyelv viszont természeténél
fogva kevésbé elterjedt az online térben. A javaslat egy platform létrehozésa, ahol a
résztvevok egységes keretek kozott tudnak adatot szolgaltatni kutatasi célokra, mind
kameraval valo interakcié soran, mind meglévd képi, illetve vided formatumu
adathalmazok feltoltésével és automatikus konvertalasaval. A Iényeg az lenne, hogy egy
szabvanyositott p6z formatumot, és adatbéazist hozzunk létre, mely ezen til a teriilet

alapjaul szolgalna.

8.1.2 Poz felismero algoritmusok fejlesztése

Bar a jelenleg elérhetd megoldasok jol miikodnek, néhany teriileten van még

lehetdség a fejlodésre:
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https://github.com/dancsomarci/sign-language

o Er6s hattérvilagitas, a bérhdz hasonlo szintl, textiraju targyak jelenlétében
gyakran bizonytalan a felismerés. Sziikséges egy kontrasztos hattér a jo

eredmények érdekében.

o Kameratdl tavol 1évo testrészek esetén a felismerés bizonytalansaga
nagyobb. Valos tesztek soran arra is fény deriilt, hogy a fejlesztett

modellek konfidenciaja a kamerat6l valo tavolodas soran csokken.

o Kezek egymadssal, valamint sajait magaval torténd interakcioja (pl.:

keresztbe tett ujjak) gyakran bizonytalan.

e A jelenlegi modellek nagy része a valds idejii mitkddést célozza meg.
Célszerli lenne olyan megoldasokat fejleszteni, ahol nem kritérium a
csOkkentett hardver igény, €s gyors inferencia, cserébe akar rosszabb

mindségli videokbol is képes jo mindségli adatot kibanyaszni.

8.1.3 Hagyomanyos jelelés

A tanulmanyban csak korlatozott mértékben foglalkoztam az ezen a teriileten
fellelhetd adathalmazok és modellek vizsgalataval. Ennek oka, hogy a kutatas a poz adat
felhasznalhatosaganak vizsgalatara iranyult, azon belill is az adathalmazok
konvertalhatosagara és szekvencia-szekvencia feladatokra torténd felhaszndldséra.
Azonban ezen a teriileten szdmos megvalaszolatlan kérdés létezik még. Ilyen példaul,
hogy lehetséges-e olyan rendszert tervezni, amely Ujra tanitas nélkiil képes 1 gesztusok
azonositasara. Egy lehetséges otlet, a klasszifikacios, illetve szekvencia forditas feladat
tanitasa soran megtanult belsé kontextusvektor vizsgalata. Vajon a modell tényleg egy
értelmes szemantikus reprezentdciot tanul meg, ahol az egymashoz kapcsolodd hasonlo
jelek kozeli vektorokba képzddnek le? Hogyan lehetne ezt a tulajdonsagot eléidézni,

segiteni? Megmarad-e ez a tulajdonsag ismeretlen gesztusok estén is?
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9 Koszonetnyilvanitas

A kutatas az Eurdpai Unid tdmogatasaval valosult meg, az RRF-2.3.1-21-2022-

00004 azonositoju, Mesterséges Intelligencia Nemzeti Laboratorium projekt keretében.

Pillanatkép az elkésziilt alkalmazas tesztelése soran.
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